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Povzetek. Intrakranialne anevrizme (1A) so pogosta vaskularna patologija, ki se ob rupturi v polovici primerov
konca s smrtjo. Tveganje za rupturo je precej veéje, ¢e IA raste in se njena oblika spreminja, zato je cilj te Studije
razviti in vrednotiti napovedne modele prihodnje rasti 1A, in sicer glede na njeno morfologijo iz izhodis¢ne slike.
V tej Studiji je ekspert glede na izhodiséno in kontrolno CTA ali MRA angiografsko sliko razvrstil 44 1A med
rastoCe in stabilne (25/19). Za ucenje napovednih modelov smo iz izhodis¢ne slike izlo¢ili trigonometri¢ne mreze
IA in okoliskega ozilja ter uveljavljene morfoloske parametre, kot so visina, povrsina, volumen, razmerje med
vi§ino in $irino vratu IA ter indeks nesferiCnosti. Omenjene parametre smo uporabili kot vhod v uni- in
multivariatne samouce¢e modele razvr§¢evalnikov IA glede na prihodnjo rast, izlo¢eno trigonometri¢no mrezo pa
kot vhod v model PointNet++, osnovan na nevronski mreZzi. Slednji je pri stirikratnem navzkriznem vrednotenju
dosegel natan¢nost 0,82 (obcutljivost 0,96 in specificnost 0,63), medtem ko je bilo razvrs¢anje z uni- in
multivariatnimi modeli slabse, in sicer z natan¢nostjo 0,63 oziroma 0,68. Uspe$no razvri¢anje rastoCih IA s
predlaganim modelom Point-Net++ lahko klju¢no pripomore k objektivnemu odlo¢anju o primernem ¢asu in nacinu

zdravljenja IA.

Kljuéne besede: intrakranialna anevrizma, rast, ruptura, morfologija, napovedni model

Predicting a future growth of intracranial aneurysms

Intracranial aneurysms (1As) are a common vascular pathology
associated with rupture risk, an event that is fatal in half of the
cases. The IA growth is considered as an announcement of the
rupture risk. The aim of this study was to develop and evaluate
prediction models of a potential 1A growth based on its baseline
morphology. CTA and MRA follow-up angiograms of 39
patients with 44 |As are classified by an expert into growing
and stable (25/19). From the angiograms, the vascular surface
meshes are extracted and the |A shape was characterized by the
established morphologic features, such as the 1A height, surface
area, volume, height to the neck-width aspect ratio and non-
sphericity index. The features characterizing the 1A baseline are
used to predict a future 1A growth using uni- and multi-variate
machine learning based models, while a deep learning model
based on PointNet++ input the raw meshes. In a cross-
validation experiment, the latter achieves better accuracy of
0.82 (sensitivity=0.96 and specificity=0.63) compared to 0.63
and 0.68 of the uni- and multi-variate models, respectively.
Following the above, the PointNet++ model can be used as an
efficient tool in objective decision-making about an optimal
time and method on of IA treatment.

Keywords: Intracranial — aneurysm,
morphology, prediction model.
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1 UvoD

Intrakranialna anevrizma (IA) je pogosta cerebro-
vaskularna patologija, saj ima od 2 do 8 % splosne
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populacije vsaj eno nerupturirano IA [1]. Vecina IA ne
rupturira v zivljenju posameznika, v primeru rupture pa
povzroci subarahnoidno krvavitev, ki se v 50 % primerov
konca s smrtjo.

Mogoc¢a nadina zdravljenja IA sta znotrajzilno (angl.
coiling) in zunajzilno zdravljenje (angl. clipping). Oba
tipa imata ve¢ kot 10 % moznosti zapletov med operacijo
[2], s starostjo pa se moznost zapletov $e poveca [3], [4].
Moznost spontane rupture majhnih IA je 0,8 % (manjse
od 3,9 mm), 1,2 % za srednje IA (4 do 10 mm), 7,1 % za
velike (10 do 25 mm) ter 43,1 % za ogromne anevrizme.
Kadar je verjetnost zapleta med operacijo vecja kot
moznost spontane rupture, je priporo¢eno operacijo
odloziti in medtem s slikovnimi preiskavami spremljati
rast anevrizme. Kon¢na odlocitev o na¢inu zdravljenja pa
je v praksi pogosto odvisha od zdravnikove subjektivne
odlogitve brez objektivne analize tveganja rupture 1A.
Tat lahko temelji na morfologiji IA in hemodinami¢ni
analizi. Uporaba takih analiz bi lahko povecala
objektivnost in standardizirala postopek odlo¢anja o
primernem c¢asu in na¢inu zdravljenja IA.

Na podlagi klini¢nih in slikovnih podatkov je bilo
identificiranih ve¢ kvantitativnih napovednih meritev
tveganja za rupturo IA. Na primer, to¢kovnik ELAPSS
[5] uporabi podatke o bolnikovi starosti, kraju bivanja,
lokaciji anevrizme, velikosti in obliki ter morebitne
predhodne rupture za izracun napovedi tveganja rupture.
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Velikost anevrizme lahko h konéni vrednosti ELAPSS
doprinese tudi 55 % vseh to¢k. V poznejsih raziskavah se
je pokazalo, da je ta doprinos prevelik [6], [7] in da je
smiselno prerazporediti utezitve tockovnika.

Nedavna $tudija je pokazala, da tudi majhne anevrizme
rupturirajo [9], kar nakazuje potrebo po metodi za
identifikacijo majhnih anevrizem, ki so nagnjene k rasti.
V §tudiji [10], ki je vklju¢evala 382 bolnikov, so avtorji
pokazali, da velikost anevrizme ni signifikantna meritev
za napovedovanje rasti IA. V drugi $tudiji [11] je bilo
pokazano, da lahko z uporabo NSI napovemo rast
anevrizme (AUC = 0,72), medtem ko so parametri
HMAX, V, AR in SA dosegli AUC vrednosti blizu 0,5,
kar pomeni, da so te napovedi nakljuéne in zato
neuporabne.

Neyazi in sod. [8] so analizirali 21 razli¢nih morfoloskih
parametrov, med katerimi so se maksimalna viSina
(HMAX), volumen (V), povrsina anevrizme (SA),
razmerje viSine in preseka vratu (AR — angl. aspect
ratio), volumen najmanjse ovojnice (angl. convex hull),
indeks nesfericnosti (NSI) in gama izkazali za
signifikantne univariatne napovedne meritve. Najboljso
napoved so dosegli z uporabo multivariatnega modela
(AUC = 0,75). Ta raziskava je pokazala, da lahko
multivariatni  modeli, ki zdruZujejo univariatne
morfoloske meritve 1A, bolje napovejo rast IA kot
univariatni modeli in so vredni nadaljnjega raziskovanja.

Hipoteza te Studije je, da lahko iz morfologije IA
(velikost, oblika ...), ki je opisana s trigonometri¢no
mreZzo, uspe$no napovemo rast IA. Preizkusili in
ovrednotili smo uveljavljene metode in predlagali novo
metodo za napovedovanje prihodnje rasti intrakranialnih
anevrizem, ki temelji na globokem ucenju. Glavni
doprinos je uporaba metode, zasnovane na mrezi
PointNet++ [12], ki ima kot vhod tockovni oblak
anevrizme in okoliskega ozilja, torej tocke iz
trigonometriéne mreze, pridobljene iz izhodis¢ne 3D-
angiografske slike, kot rezultat pa vrne latentni vektor

137

znadilnic [13], ki razlo¢uje med stabilnimi in rastoimi
1A

2 METODOLOGIJA

Na voljo smo imeli 39 parov izhodis¢nih in kontrolnih
angiografskih slik glave, vsak od slikanih bolnikov pa je
imel najmanj eno nerupturirano lA. Izhodi$¢na in
kontrolna slika sta bili iste modalitete (obe CTA ali TOF-
MRA). CTA slike so bile zajete na oddelku za radioloske
znanosti Ronald Reagan, Medicinski center Univerze v
Kaliforniji, Los Angeles, medtem ko so bili pari MRA
slik pridobljeni iz javno dostopne zbirke izziva ADAM
(http://adam.isi.uu.nl/). CTA-slike so bile velikosti 512 x
512 x 60-140 z lo¢ljivostjo 0,4 x 0,4 x 0,5- 0,8 mm,
TOF-MRA-slike pa velikosti 560 x 560 x 140 z
lo¢ljivostjo 0,35 x 0,35 x 0,5 mm. Med zajemom
izhodis¢ne in kontrolne slike je minilo najmanj 6
mesecev. Rezultati te $tudije niso vplivali na zdravljenje
bolnikov.

V slikah 39 bolnikov (15 moskih in 24 Zensk) smo nasli
skupaj 44 1A. Podro¢je zanimanja v vsaki sliki
(anevrizma in okoliSko ozilje) smo izlocili in strukture
opisali s trigonometri¢no mrezo. Velikost 1A je bila od
1,4 do 12,2 mm s srednjo vrednostjo 5 mm, kar nakazuje,
da je bila vecina IA srednje velikosti. Vsaka IA je bila
oznaCena kot stabilna ali rastoca glede na oc¢no
primerjavo poravnane izhodiséne in kontrolne slike. Med
44 anevrizmami jih je ekspert z dolgoletnimi izku$njami
25 oznacil kot rastoce in 19 kot stabilne.

Kot napovedne modele smo testirali tri razli¢ne pristope,
to so: (i) univariatni modeli, ki temeljijo na eni meritvi,
in pripadajo¢i na prazni vrednosti, (ii) multivariatni
modeli, ki temeljijo na strojnem uéenju, in (iii) modeli,
ki temeljijo na globokem ucenju. Modeli se razlikujejo
glede na kompleksnost in tudi glede na vhodno
informacijo. Pri univariatnih in multivariatnih modelih se
kot vhodni podatki uporabijo ze uveljavljene meritve, kot
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Slika 1: Napoved prihodnje rasti lahko temelji na izhodi$¢ni morfologiji IA, pri éemer smo testirali tri razli¢ne pristope.
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so HMAX, V, SA, NSI in AR, ki so bile doloCene
samodejno z analizo trigonometricne mreze IA iz
izhodis¢ne slike, medtem ko pri modelu globokega
u¢enja kot vhodni podatek uporabimo koordinate vseh
tock te trigonometricne mreze.

Univariatni modeli uporabljajo upragovanje meritev, kot
so HMAX, V, SA, NSI in AR, za lo¢evanje med
stabilnimi in rasto¢imi IA. Ta pristop temelji na
predvidevanju, da je posamezna meritev sposobna
razloCiti med stabilnimi in rasto¢imi IA. Za vsako
meritev smo preizkusili prazne vrednosti med minimalno
in maksimalno vrednostjo in izbrali prag pri maksimalni
tocnosti.

Razli¢ne morfoloske meritve opisujejo razli¢ne lastnosti
IA, zato je smiselna uporaba multivariatnih modelov, ki
kot vhod sprejmejo vse te meritve in samodejno utezijo
prispevek posamezne meritve h konénemu razvrscanju.
V okviru te Studije smo preizkusili dva modela, tj.
razvr$€anje z nakljuénimi drevesi (RF — angl. random
forests) [14] in vecplastnim perceptronom (MLP — angl.
multilayer perceptron) [15]. Model RF je sestavljen iz
ve¢ binarnih odlocitvenih dreves iz ve¢ naklju¢no
izbranih podmnozic vhodnih meritev. Uporabili smo 100
dreves, vsak z globino 3 za ucenje razvr$cevalnika.
Model MLP je oblikovan kot hierarhi¢ni niz linearnih
razvr§evalnikov, vsak z nelinearno aktivacijo.
Razvr§éevalnik MLP je imel dve skriti plasti, vsako s po
100 nevroni, ucenje je potekalo z algoritmom LBFGS in
ucno konstanto 10*. Vhodne meritve v modela RF in
MLP so bile: HMAX, V, SA, NSl in AR.

Najnovejsi pristopi, ki temeljijo na globokem ucenju,
omogocajo avtomatsko razvr$€anje neposredno na
trigonometriénih mrezah. V tej Studiji smo uporabili
PointNet++ [12], ki kot vhod sprejme koordinate to¢k pi
= [Xi, Vi, zi]" na trigonometriéni mreZi in normale teh tock
glede na mreZo ni = [Ny, Ny, Nzi]"; i = 1,...,N. Sledi torej,
da je vhod v mreZzo matrika 6 x N. Iz vsake izlo¢ene
trigonometriéne mreze smo enakomerno vzor¢ili N =
2048 to¢k, tako za wufenje razvriCanja kot za
napovedovanje. Kot napako za ucenje smo uporabili
negativni logaritem verjetnosti napake (angl. negative
log likelihood loss), ki smo ga minimizirali z uporabo
SGD z momentom 0,9 in u¢no konstanto 0,005. Gradient
za ucenje se je izra¢unaval na paketih po 32 vhodnih
vzorcev, $tevilo ponovitev ucenja pa je bilo 200. Model
PointNet++ smo ucili in testirali na dva razli¢na nacina:
(1) vhodni podatki so vkljucevali koordinate 1A in
okoliskega ozilja, (ii) vhodni podatki so vkljucevali le
koordinate IA.

Za modele RF in MLP smo uporabili implemetacije v
knjiznici Scikit-Learn [16], medtem ko smo za
PointNet++ uporabili implementacijo avtorjev [12].

ZIGA, BIZJAK
3 Poskusl IN REZULTATI

Vseh 44 1A je bilo uporabljenih za primerjavo
univariatnih in multivariatnih modelov ter modelov
globokega ucenja. Testirali smo 5 univariatnih modelov,
torej po en model za vsako meritev (HMAX, SA, V, NSI
in AR), dva multivariatna modela in dva modela
globokega udenja. Zaradi malostevilnih podatkov smo
pri modelih RF, MLP in PointNet++ uporabili stirikratno
navzkrizno vrednotenje, kar pomeni, da smo podatke
razdelili na $tiri skupine anevrizem, kjer je bila vsaka
skupina sestavljena iz 11 naklju¢nih izbranih anevrizem.
Razmerje med rasto¢imi in stabilnimi anevrizmami je
bilo podobno med vsemi skupinami. Pri vsakem
navzkriznem Vvrednotenju izbranega modela smo tri
skupine uporabili za ucenje in eno za testiranje in
vrednotenje. Za lazjo primerjavo smo rezultate,
pridobljene iz testnih skupin posameznega Stirikratnega
navkriznega vrednotenja, zdruzili in izracunali to¢nost,
obcutljivost in specifi¢nost rezultatov na vseh 44 1A.

Za vsak model smo izracunali krivuljo ROC in AUC
(povrsino pod krivuljo ROC). Poleg tega smo porocali 0

Jrope

obcutljivosti in specifiénosti.

Rezultati razvr§¢anja IA med stabilne in rasto¢e v vseh
44 primerih 1A za pet univariatnih modelov in tri za
modele, ki temeljijo na uéenju, SO povzeti v tabeli 1.
Univariatni modeli so v splosnem dosegali slabse
rezultate kot multivariatni modeli, ki so temeljili na
uc¢enju. Univariatni modeli so dosegali to¢nost med 0,54
in 0,63 ter vrednosti AUC med 0,52 in 0,62. Najboljsi
univariatni model je temeljil na meritvi NSI in dosegel
toénost 0,63 in AUC 0,62.

Tabela 1: Rezultati posameznih metod za napovedovanje
prihodnje rasti anevrizem. Najbolj$i rezultati so oznadeni z
odebeljenim tiskom.

Model AUC tocnost ob¢utljivost specifi¢nost
NSI 0,62 0,63 0,89 0,29
HMAX 052 054 0,36 0,80
AR 0,52 0,56 0,88 0,15
\% 0,48 0,58 0,48 0,78
SA 0,48 0,56 0,36 0,84
RF 0,66 0,68 0,63 0,66
MLP 0,62 0,64 0,71 0,55
PointNet++ (dome) 0,72 0,77 0,80 0,63
PointNet++ 0,795 0,82 0,96 0,63
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Slika 2: Kirivulje ROC wvseh testiranih modelov za

napovedovanje prihodnje rasti anevrizem.

Podobne rezultate dobimo, ¢e uporabimo model MLP
(to¢nost 0,64 in AUC 0,62). Ob uporabi RF so bili
rezultati nekoliko boljsi, saj smo dobili to¢nost 0,68 in
AUC 0,66.

Pri uporabi modela PointNet++, ki je temeljil na
globokem uéenju, Kjer kot vhodne podatke uporabimo
koordinate 1A in okoliskega oZilja, smo dobili to¢nost
0,82 in AUC 0,795. Ce smo uporabili le koordinate 1A
kot vhod v model, smo dobili to¢nost 0,77 in AUC 0,715.
V nadaljevanju se pri navedbi modela PointNet++
sklicujemo na model, ki temelji na globokem uéenju in
kot vhodne podatke uporablja koordinate 1A in
okoliskega ozilja. Glede na preostale modele je
PointNet++ dosegel tudi najvisjo obcutljivost 0,96 in
dobro specifi¢nost 0,63. Nekateri modeli so sicer dosegli
boljso  specificnost, vendar ob precej manjsi
obcutljivosti. Krivulje ROC vseh modelov so prikazane
na sliki 2.

4 RAZPRAVA

V tej Studiji smo objektivno in primerjalno ovrednotili
uveljavljene in nove modele za napovedovanje rasti 1A.
Studija je med prvimi, ki uporablja modele globokega
ucenja za napovedovanje prihodnje rasti IA. Poleg tega
smo model globokega uéenja primerjali s tradicionalnimi
metodami, ki temeljijo na wucenju, in tistimi z
upragovanjem izmerjenih morfoloskih meritev, kar je
najblizje trenutni klini¢ni praksi.

Z uporabo globokega ucenja smo uspesno napovedali
prihodnji razvoj 37 od 44 1A, ki smo jih imeli na voljo v
tej Studiji. Visoka obcutljivost 0,96 nakazuje, da je ta
model sposoben zaznati tiste anevrizme, ki so nagnjene k
rasti (24 od 25 anevrizem pravilno razvr§cenih).
Specifi¢nost je bila zmerna (0,63), tj. pravilno smo
identificirali 13 od 19 stabilnih IA.

Univariatni modeli niso pokazali dobre napovedne
vrednosti, z izjemo NSI, ki je imel srednje dobro
napovedno vrednost (AUC 0,62), razmeroma Vvisoko
obcutljivostjo (0,89), a precej nizjo specifi¢nost (0,29).
Univariatni modeli V, SA, AR in HMAX so imeli
krivuljo ROC blizu diagonale prostora ROC, Ki
predstavlja nakljuéno razvr$éanje. Oba multivariatna
modela, RF in MPL, sta dosegla to¢nost 0,68 in 0,64, kar
je boljsi rezultat kot najboljsi univariatni model NSI
(0,63). Majhna izboljsava je posledica boljSega razmerja
med obcutljivostjo in specifi¢nostjo. Slab$e rezultate
univariatnih in multivariatnih modelov glede na modele
globokega ucenja lahko pripiSemo tudi neupostevanju
okolisSkega ozilja pri univariatnih in multivariatnih
modelih.

Model PointNet++ je dosegel pomembno boljse rezultate
od vseh drugih testiranih modelov, $e posebno pri
razvr§Canju razreda rasto¢ih IA. Predlagani model je
izboljsal do zdaj najboljsi rezultat iz ¢lanka [11], Kjer so
dosegli AUC 0,721 (predlagani model je dosegel AUC
0,795). Velika prednost modela PointNet++ je, da ima
kot vhod tako IA kot okolisko ozilje. Rezultati kazejo, da
okoliske Zile nosijo pomembno informacijo glede
prihodnje rasti IA. To se predvsem kaze v slabsi
zmogljivosti razvr§¢anja tistega modela PointNet++, ki
kot vhodne podatke uporablja le koordinate 1A. Na
osnovi tega rezultata bi bilo smiselno vkljugiti tudi
univariatne morfoloske parametere za karakterizacijo
okoliskega ozilja, kot so razmerje med velikostjo 1A in
premerom zile, vstopni kot Zile v 1A ipd. [17], vendar
menimo, da so take meritve pregrobe in nezmozne
celovito izlusciti pomembne informacije za prihodnjo
rast IA. Namre¢, ni smiselno pricakovati, da bi se take
morfoloske meritve lahko primerjale z modelom
globokega ucenja, kot je PointNet++, ki avtomatsko
izlo¢i pomembno informacijo za dano nalogo
razvr$¢anja.

Ceprav je spremljanje IA priporodeno za manjse
anevrizme, pa se na Zalost $e ne uporablja pogosto v
kliniéni praksi. Klini¢na praksa je namre¢ naklonjena
¢imprej$njemu  kirurskemu zdravljenju 1A, zato je
razpolozljivost longitudinalnih slikovnih preiskav zelo
redka, te pa so podlaga za razvoj pri¢ujo¢ih modelov. Kar
zadeva klini¢no uporabo, je pravilno razvrsanje 1A
glede na tveganje za prihodnjo rast pomembno pri
odlocanju med kirur§kim posegom in longitudinalnim
slikovno podprtim spremljanjem. Menimo, da lahko
predlagana metoda v klini¢ni praksi mo¢no spremeni in
izboljsa postopek upravljanja tveganj in poteka
zdravljenja bolnikov z 1A, in sicer z omogoc¢anjem
razloCevanja med bolniki z vedjim oz. manjSim
tveganjem rupture na podlagi napovedi rasti 1A iz
slikovne preslikave. Poleg tega lahko razpoloZljivost
taksnih prognosticnih orodij privede do SirSega
kliniénega sprejemanja slikovno podprtega spremljanja
bolnikov in omogoc¢i, da postane pristop ‘"brez
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zdravljenja" smiselna alternativa kirurSkemu posegu pri
bolnikih z manjsim tveganjem prihodnje rasti anevrizme.
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