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Znanstveni empiricno-raziskovalni prispevek

Primerjava treh tipov modelov za napovedovanje
uspesnosti zakljucka Solanja

Silvana Gasar'", Marko Bohanec’ in Vladislav Rajkovic’
!Srednja Sola Jesenice, Jesenice
’Institut JozZef Stefan, Ljubljana

Povzetek: Za ucinkovito preprecevanje neustreznih izbir srednjih Sol in s tem uéne neuspesnosti
Solski svetovalci potrebujejo orodje za napovedovanje uspesnosti zaklju¢ka Solanja posameznega
dijaka. S postopki rudarjenja podatkov na bazi dijakov in z ekspertnim modeliranjem smo izdelali ve¢
modelov za napovedovanje uspesnosti zakljucka Solanja na posamezni srednjesolski smeri. Med
postopki rudarjenja smo uporabili statisti¢ne analize, razvr§¢anje v skupine in dve metodi strojnega
ucenja: izgradnjo klasifikacijskih odlo¢itvenih dreves in hierarhi¢nih odlo¢itvenih modelov. Ekspertni
sistem, katerega jedro predstavlja hierarhi¢ni ve¢parametrski odlo¢itveni model, smo razvili »rocno«,
s pomocjo lupine ekspertnega sistema DEX. Izgrajene modele smo validirali in ovrednotili njihovo
uporabnost. Napovedna tocnosti modelov DEX in odlo¢itvenih dreves je enaka in zelo zadovoljiva, saj
dosega tocnost izkuSenega svetovalca. Glede na zahtevnost in tezave pri izdelavi modelov ter uéinkovito
prilagajanje na relativno hitre spremembe naSega Solskega sistema v nadaljnjem razvoju napovednih
modelov predlagamo uporabo odlo€itvenih dreves.

Kljuéne besede: ucni uspeh, napovedovanje, poklicno usmerjanje, odlo¢anje, ekspertni sistemi, modeli
podatkovno rudarjenje

Comparison of tree types of models for the prediction of
final academic achievement
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Abstract: For efficient prevention of inappropriate secondary school choices and by that academic
failure, school counselors need a tool for the prediction of individual pupil’s final academic achievements.
Using data mining techniques on pupils’ data base and expert modeling, we developed several models
for the prediction of final academic achievement in an individual high school educational program. For
data mining, we used statistical analyses, clustering and two machine learning methods: developing
classification decision trees and hierarchical decision models. Using an expert system shell DEX, an
expert system, based on a hierarchical multi-attribute decision model, was developed manually. All the
models were validated and evaluated from the viewpoint of their applicability. The predictive accuracy
of DEX models and decision trees was equal and very satisfying, as it reached the predictive accuracy
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of an experienced counselor. With respect on the efficiency and difficulties in developing models, and
relatively rapid changing of our education system, we propose that decision trees are used in further
development of predictive models.

Key words: academic achievement, prediction, occupational guidance, decision making, expert systems,
models, data mining
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Domnevamo, da problem uéne neuspesnosti v srednji $oli (SS) izvira predvsem iz
neustrezne izbire Sole, katere zahteve niso usklajene z lastnostmi ucenca. O izbiri Sole
in poklica govorijo Stevilne teorije (Branci¢, 1986; Rodi¢, 1980), nanjo pa lahko gledamo
tudi kot na proces vecparametrskega odlocanja. Zaradi negotovosti v procesu odlocanja
vedno obstaja tveganje, da bo izbor Sole nekvaliteten, posledice pa negativne, saj
kvaliteto odlocitve pokaZze Sele njena realizacija (Rajkovi¢ in Bohanec, 1988).

Za kakovosten izbor SS uéenci nujno potrebujejo strokovno pomo¢ (Oman,
1976; Rodi¢, 1980). Za izobrazevalno in poklicno svetovanje pri nas skrbijo predvsem
Solske svetovalne sluzbe, toda svetovalci so preobremenjeni z drugimi nalogami
(Resman, Becaj, Bezi¢, Cacinovi¢-Vo grin¢i¢ in Musek, 1999). Sistemati¢nih raziskav
0 izvajanju izobraZzevalnega svetovanja pri nas in drugje v svetu skorajda ni. Ocena
ustreznosti izbire Sole je najpogosteje intuitivna. Za primerno ukrepanje, ki bi preprecilo
uéno neuspesnost, je v ¢asu vpisa in prijave na SS Ze prepozno (Lapajne, 1984).
Takrat svetovalci lahko dijaka samo opozorijo na verjetnost neustrezne izbire, ¢e tako
ocenjujejo na podlagi skromnih in pogosto nepopolnih podatkov, toda le redki dijaki
poslusajo opozorila. Svetovalci bi potrebovali orodje, s katerim bi lahko zanesljivo
napovedali uspesnost zakljucka Solanja in napoved razumljivo razlozili dijaku in njegovim
starSem.

Napoved u¢nega uspeha omogoca preprecevanje neuspeha (Lapajne, 1984),
posredno pa tudi mnogih nezazelenih druzbenih pojavov, kot so: nezaposlenost,
delinkventnost, narkomanija, samomorilnost (Resman in dr., 1999). Redke raziskave
napovedne veljavnosti podatkov o u¢encih za slovenske SS so pokazale, da Solske
ocene lahko sluzijo kot prediktorji bodoCega u¢nega uspeha, in da velja »nacelo
predmeti, v katerih so ucenci najsibkejsi (Lapajne, 1984). Na splosno je u¢ni uspeh
odvisen od interakcije fizi¢nih, fizioloskih, socialnih in psiholoskih dejavnikov uc¢enja
(Musek in Pecjak, 1995), o katerih imajo svetovalci malo podatkov in jih pogosto tudi
ne znamo veljavno izmeriti, zato je pri napovedovanju uspesnosti zakljucka Solanja
nujno potrebno vecparametrsko ocenjevanje po kakovostnih kriterijih. Pri tem se Solski
svetovalci lahko posluzujejo razlicnih sodobnih informacijskih tehnologij in metodologij.
Baze podatkov o dijakih skrivajo zakonitosti u¢nega uspeha, ki jih lahko odkrijemo s
postopki rudarjenja podatkov. Odkrivanje znanja iz podatkov (Knowledge Discovery
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from Data) je netrivialen proces odkrivanja implicitnega, doslej neznanega in potencialno
uporabnega znanja iz podatkov, ki poteka po naslednjih fazah: 1. priprava podatkov, 2.
rudarjenje podatkov (Data Mining), 3. interpretacija, vrednotenje in predstavitev (Han
in Kamber, 2001). Presega omejitve tradicionalnih statisticnih metod (Michalski in
Kaufiman, 1998; Viera, 2000), vendar jih vkljuCuje v svoj okvir (Hand, 1998, Maindonald,
1999). Cilj je pridobivanje novega znanja za boljSe odlocanje, klasifikacijo ali predikcijo
(Michalski in Kaufman, 1998). NajpomembnejSe metode rudarjenja so: statisticne
metode, vizualizacija, metode strojnega ucenja, gradnja asociacijskih pravil in
razvr$canje v skupine (Han in Kamber, 2001). Razvr§¢anje v skupine primere razvrsti
po »podobnosti«, tako da so objekti znotraj skupin ¢imbolj podobni in objekti razlicnih
skupin ¢imbolj razlicni (Bohanec, 2002; Ferligoj, 1989). Omogoca redukcijo, zgoscevanje
podatkov, olajsa pregledovanje in dolocitev tipologije (Ferligoj, 1989; Vieira, 2000).
Strojno ucenje, tj. ucenje, pri katerem »se uci« stroj-racunalnik (Kononenko, 1997) -
racunalniski program (»ucni algoritem«) se uci na bazi podatkov preteklih reSenih
primerov (Mitchell, 1997) - omogoca avtomatsko izgradnjo (obic¢ajno tudi validacijo,
najpogosteje z navzkriznim preverjanjem 10. reda) napovednih modelov, kakr$na so
npr. odlocitvena drevesa in hierarhi¢ni modeli HINT.

Osnovna naloga algoritma (racunalniski program) za gradnjo odlocitvenih dreves
je iz tabelari¢no predstavljenih podatkov (»ucnih primerov«) zgraditi odlo¢itveno drevo,
ki ponazarja preslikavo med izbranimi vhodnimi polji ali »atributi« (s pomocjo katerih
skusamo napovedovati) tabele in izbranim izhodnim poljem ali »razredom« (atribut, ki
ga skuSamo napovedati - v naSem primeru uspesnost zakljucka Solanja). Vhodni atributi
so lahko diskretni ali zvezni. V odvisnosti od tega, ali je razred diskretna ali zvezna
spremenljivka, lo¢imo med klasifikacijskimi in regresijskimi odlocitvenimi drevesi.
Algoritem izbere najboljsi atribut A (po eni od mer necistoce ali koli¢ini informacije) in
glede na vrednosti A4 razdeli u¢no mnozico ter rekurzivno zgradi poddrevesa za vsako
podmnozico (Bohanec, 2002; Kononenko, 1997; Mitchell, 1997). Odlo¢itveno drevo
je sestavljeno iz: 1) notranjih vozIlis¢, ki ustrezajo pogojem, 2) vej, ki ustrezajo
podmnozicam vrednosti atributov in 3) listov, ki ustrezajo razredom (Kononenko, 1997;
Mitchell, 1997). Odlocitvena drevesa se pogosto uporabljajo za klasifikacijo in predikcijo
—nove primere klasificiramo tako, da od korena potujemo navzdol po ustreznih vejah,
sledimo pogojem v notranjih vozli§¢ih in pridemo do lista, ki klasificira primer
(Kononenko, 1997, Mitchell, 1997). Lahko se ukvarjajo s Stevilnimi atributi, so
razmeroma neobcutljiva na manjkajoce podatke in »Sum« v podatkih ter so lahko
razumljiva (Mitchell, 1997). Kot mere kvalitete odlocitvenih dreves se uporabljajo:
klasifikacijska tocnost (delez pravilno klasificiranih testnih primerov), razumljivost in
velikost drevesa (Bohanec, 2002, Clark in Niblett, 1987). Zaradi prevelike prilagoditve
ucnim podatkom so spodnji deli dreves manj zanesljivi (nereprezentativni), kar reSujemo
zrezanjem, ki praviloma da manjse, bolj razumljivo drevo, z visjo klasifikacijsko to¢nostjo
(Kononenko, 1997; Mitchell, 1997). HINT (Hierarchical INduction Tool) (Zupan,
1997) se lahko uporablja za avtomatizirano konstrukcijo (in validacijo) hierarhi¢nih
odloc¢itvenih modelov tipa DEX (glej sliko 3), ki jih omenjamo v nadaljevanju. Na bazi
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»ucnih podatkov« (preteklih resenih primerov) HINT odkrije smiselne hierarhije
konceptov — modele z dobro klasifikacijsko to¢nostjo (Bohanec, Zupan in Rajkovic,
2000). Razvoj modela je lahko avtonomen (popolnoma avtomatiziran, delo v celoti
opravi racunalniski program oz. algoritem) ali pa poteka v interakciji z odlocevalcem,
v procesu nadzorovane dekompozicije (v vsaki stopnji razvoja modela ¢loveski
strokovnjak izbira najbolj smiselno od moznih kombinacij podkonceptov v koncepte,
poimenuje koncepte ipd. Bohanec, Zupan, Bratko in Cestnik, 1997).

Napovedne modele lahko razvijemo tudi v okviru izgradnje ekspertnih sistemov.
Ekspertni sistemi so racunalniski programi, ki delujejo podobno kot ¢loveski eksperti —
posnemajo proces ¢loveskega sklepanja in se pogosto priblizajo odlocitvam ljudi
(Mallach 1994). Pripomorejo k vecji enotnosti in kvaliteti odlo¢anja. Vsebuje bazo
znanja, mehanizem sklepanja in uporabniski vimesnik (Dutta, 1993; Mallach, 1994).
Lahko jih razvijemo z uporabo lupin, kot je npr. v nalogi uporabljeni DEX (Bohanec in
Rajkovic, 1995, 1999). Lupino ekspertnega sistema sestavljata mehanizem sklepanja
(racunalniski program) in uporabniski vmesnik (kar na zaslonu vidi uporabnik), bazo
znanja pa izdela uporabnik sam (Dutta, 1993; Mallach, 1994). Bazo znanja za ekspertni
sistem lahko sestavimo »rocno«, tako da vanjo vnesemo znanje cloveskega eksperta
(najpogosteje v obliki produkcijskih oz. odlocitvenih pravil »Ce- potem« - glej sliko 4)
ali pa jo izgradimo avtomatsko z uporabo metod strojnega ucenja, kakr$na je npr.
HINT. Dolocena znanja in zakonitosti, ki jih »ro¢no« vnesemo v bazo znanja, lahko
pridobimo tudi z rudarjenjem podatkov. Pred uporabo mora biti vsak ekspertni sistem
validiran, po potrebi izboljSan in revalidiran (Mallach, 1994).

Glavni cilj raziskave je bil s pomocjo rudarjenja podatkov in ekspertnega
modeliranja izdelati vec¢ razli¢nih modelov za napovedovanje uspesnosti zakljucka
Solanja po dolo¢enem srednjesolskem programu in smeri, jih preizkusiti in ovrednotiti
njihovo uporabnost. Problem raziskave opredeljujejo naslednja vprasanja:

- Ali je iz baze podatkov o dijakih mogoce ugotoviti splosne zakonitosti u¢nega
uspeha?

- Ali, in kako, je na podlagi teh zakonitosti mogoce zgraditi napovedne modele?

- Kaksna je napovedna to¢nost in uporabnost takih modelov?

- Ali, in kako, taki modeli prispevajo k boljSemu napovedovanju uspesnosti?

- Ali lahko izbolj$ajo uspesnost samo?

- Kako jih uvesti v vsakodnevno prakso?

Metoda

Raziskava je zajela baze podatkov o dijakih treh razlicnih smeri izobrazevanja, zajete
v $estih zaporednih $olskih letih (1993/94 — 1998/99), v eni od slovenskih SS s
programom Evidenca 3 (Galle, 1996). Uporabili smo razli¢ne racunalniske programe
za rudarjenje podatkov in izgradnjo modelov. Osnovni postopek je vkljuceval odkrivanje
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zakonitosti u¢nega uspeha z rudarjenjem podatkov in avtomatsko izgradnjo napovednih
modelov s pomocjo strojnega ucenja. Sledila je »ro¢na« izgradnja napovednih modelov
po metodi ekspertnega modeliranja, tej pa evalvacija in primerjava razlicnih modelov.

Rudarjenje podatkov in avtomatska izgradnja modelov

V opisani raziskavi smo uporabili statisticne metode, vizualizacijo (graficno
prikazovanje), razvr$¢anje v skupine (clustering) in dve metodi strojnega ucenja: gradnjo
odlo¢itvenih dreves in hierarhi¢nih odlocitvenih modelov HINT. V ta namen smo
uporabljali racunalniske programe SPSS (SPSS Inc., 2002), Weka (University of
Waikato, 2002) in Orange (Zupan in Demsar, 2002). Rezultate smo interpretirali in
ovrednotili z vidika nivoja tveganja, klasifikacijske tocnosti, velikosti modelov, smiselnosti,
novosti in uporabnosti.

Priprava podatkov

Baze dijakov smo pripravili z racunalniskim programom SQL Server 2000 (Vieira,
2000). Kon¢ni rezultat je bila tabela podatkov o dijakih, opisanih s 96 atributi. Prvih 19
atributov je bilo poznanih pred vpisom v SS, npr. spol, datum rojstva, leto zakljucka
08, ocene in uspeh OS. Sledilo je 77 atributov, pridobljenih v zaporednih letnikih SS,
kot so: smer izobrazevanja (»N«, »L« ali »R«), izostanki, disciplinski ukrepi in razli¢ne
ocene. Ob koncu 1. letnika poznamo dodatnih 20 atributov, ob koncu 2. letnika 18, ob
koncu 3. letnika 17 in ob koncu 4. letnika 22 dodatnih atributov. Glavne skupine atributov
so bile:

- Dijakovi osebni in demografski podatki: priimek, ime, spol, datum in kraj rojstva,
drzavljanstvo, EMSO, prebivalis¢e, ime osnovne Sole itd.

- Podatki o uénem uspehu v OS: ocene posameznih predmetov (slovenséine,
matematike, fizike in tujega jezika) in sploSnega u¢nega uspeha v 7. in 8. razredu
OS.

- Podatki o u¢nem uspehu in vedenju v prvem, drugem, tretjem in Cetrtem letniku
SS: ocene posameznih predmetov (sloveni¢ine, matematike, tujega jezika...),
splosni ucni uspeh letnika, izreCeni disciplinski ukrepi, ure opravicenih in
neopravicenih izostankov itd.

Ker je bilo v bazi (N = 1794; smer »L«: n = 1058; smer »R«: n = 395; smer
»N«: n=2341) precej manjkajo¢ih podatkov po posameznih letnikih SS, smo izdelali
tudi manjSo bazo s popolnimi podatki (N =889, smer »L«: n=468; smer »R«: n=250;
smer »N«: n = 171), uporabili pa smo tudi dele posamezne baze z ozirom na smer
izobrazevanja. V nadaljevanju je navedeno, na katerih podatkih so bili dobljeni
posamezni rezultati. Po pripravi je vsak dijak v bazi imel uspesnost zakljucka Solanja
izrazeno z eno od naslednjih kategorij (»razredom):



12 S. Gasar, M. Bohanec in V. Rajkovi¢

- 5=v4letih je zakljucil Solo s prav dobrim ali odlicnim uspehom v 4. letniku

- 4 =v 4 letih je zakljucil Solo z dobrim ali zadostnim uspehom v 4. letniku

- 3 =v5 -6 letih je zakljucil Solo s pozitivnim uspehom v 4. letniku

- 2=po 1 -2 letih je prekinil Solanje z negativnim uspehom ali kot neocenjen

- 1 =po 3 ali vec letih je prekinil Solanje z negativnim uspehom ali kot neocenjen.

Statisticne obdelave

Rudarjenje smo priceli z ugotavljanjem osnovnih statistik (deskriptivne statistike,
frekvencne porazdelitve), mer povezanosti med spremenljivkami (rang korelacije, hi-
kvadrat test, koeficient kontingence) in vizualizacijo (histogrami ipd.) v programu SPSS.

Gradnja odlocitvenih dreves

Klasifikacijska odlo¢itvena drevesa smo gradili z racunalniskim programom Weka, z
uporabo algoritma J4.8 (Witten in Frank, 2000), verzijo znanega Quinlanovega algoritma
C4.5 (Quinlan, 1993), ki najboljSe atribute izbira na podlagi mere razmerja
informacijskega prispevka (gain ratio). Najprej smo zgradili drevo iz vseh atributov,
zatem pa e razlicna odlocCitvena drevesa na podlagi ekspertne (atribute je izbral cloveski
ekspert), strojne (atribute je izbiral programski algoritem ReliefF) in pragmati¢no-
strojne (ReliefF je izbiral iz omejene podskupine atributov glede na cas, ko jih poznamo)
izbire najboljsih atributov. Iskali smo kompromis med ¢imprej$njo in ¢im bolj tocno
napovedjo (to¢nost napovedi s Casom raste, njena uporabnost pa pada), zato smo v
gradnjo dreves vkljuéili atribute, znane vsaj do konca 2. letnika SS. Zaradi lazjih
primerjav smo drevesa vedno gradili iz 16, 30 in 46 atributov (podlaga za dolocitev
Stevila atributov je bila prvotna ekspertna izbira), pri tem pa spreminjali parametre
rezanja. Klasifikacijsko to¢nost smo ugotavljali s precnim preverjanjem 10. reda, pri
katerem mnozico primerov razdelimo na 10 priblizno enakih podmnozic. Za vsako
podmnozico zgradimo drevo tako, da za ucenje uporabimo unijo preostalih podmnozic
(9/10). Zgrajeno drevo uporabimo za klasificiranje primerov dane podmnozice (1/10).
Klasifikacijsko to¢nost drevesa, ki ga zgradimo iz vseh razpoloZljivih primerov, ocenimo
kot povprecno to¢nost vseh 10 dreves.

Razvrsc¢anje v skupine

Z racunalniskim programom Weka smo po metodi voditeljev (k—means) dijake razvrstili
na 3, 4 in 5 skupin (Stevilo skupin in vhodne spremenljivke je dolocil ekspert). Ustreznost
opredelitve kategorij uspesnosti zakljucka Solanja smo preverili z razvr§¢anjem v
skupine po dveh spremenljivkah, ki opredeljujeta kategorije uspesnosti: trajanju Solanja
in zaklju¢nem uspehu 4. letnika SS (frekvenéno porazdelitev dobljenih skupin smo
primerjali s frekvencno porazdelitvijo kategorij uspesnosti). Nadaljevali smo z
razvr$¢anjem v skupine na podlagi 16 ekspertno izbranih atributov, znanih pred vpisom
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v SS, in na podlagi 30 ekspertno izbranih atributov (ki vkljucujejo 12 od prvotnih 16
atributov), znanih do konca 1. letnika SS, saj so nas zanimale tudi morebitne razlike
razvrstitev v nadaljevanju SS. Smiselnost dobljenih razvrstitev je na podlagi znanja in
v povezavi v ostalimi rezultati ocenil ¢loveski ekspert — Solski svetovalec.

HINT: ucenje hierarhi¢nih modelov

Z racunalniskim program Orange (Zupan in Demsar, 2002) smo na manjsi bazi zgradili
ve¢ modelov HINT iz 16 in 30 ekspertno izbranih atributov (nenadzorovana
dekompozicija, metoda minimalne napake) in jih validirali z navzkriznim preverjanjem
10. reda (klasifikacijska to¢nost). Smiselnost zgrajenih hierarhij konceptov je ocenil
¢loveski ekspert.

»RocCna« izgradnja ekspertnega sistema

Napovedni model smo zgradili z racunalniskim programom DEX — lupino ekspertnega
sistema za veCparametrsko odloCanje (Bohanec in Rajkovi¢, 1995, 1999). DEX
omogoca izgradnjo lahko razumljivih kakovostnih modelov (znanje o odlocanju je
izrazeno neposredno z besedami, pravili in hierarhi¢no urejenimi kriteriji), ukvarjanje z
neto¢nimi, negotovimi in manjkajoc¢imi podatki o variantah (v nasem primeru so to
podatki o dijakih), kvalitetno verifikacijo in razlago rezultatov. Hierarhi¢ni odlocitveni
model DEX lahko razvijemo »rocno« (znanje eksperta vnesemo v bazo znanja) ali pa
avtomatsko z uporabo strojnega ucenja, kot je npr. metoda HINT (Bohanec in dr.,
2000). Uporabili smo kombinacijo obeh pristopov: v »ro¢ni« razvoj modela smo zajeli
ekspertno znanje in znanje, dobljeno s postopki rudarjenja.

Sledili smo metodologiji izgradnje modelov DEX (Bohanec in Rajkovic, 1995).
Oblikovali smo spisek osnovnih kriterijev (podatkov o dijaku), jih na podlagi vsebinske
povezanosti strukturirali v hierarhi¢no drevo, jim dolocili merske lestvice (zaloge
vrednosti na sliki 3) in funkcije koristnosti (slika 4), ki dolocajo, kako se podkriteriji
(npr. »sposobnosti in predznanje, »motivacija« in »okolis¢ine«) kombinirajo v sestavljen
nadrejeni kriterij (npr. »uspesnost«). Pri zalogi vrednosti »uspesnosti« smo ohranili 5
vrednosti, vendar smo jih spremenili tako, da sta glede na kategorije uspesnosti v
postopkih rudarjenja oznaki 1 in 2 zamenjani (DEX oznaka 1 je bila prej kategorija 2,
DEX oznaka 2 pa kategorija 1). Za zamenjavo smo se odlocili zato, ker ordinalna
urejenost zalog vrednosti DEX olajSuje postopek agregacije kon¢ne ocene. Dijaki, ki
prenehajo z izobrazevanjem prej in v nizjih letnikih, so manj uspesni kot dijaki, ki
»prilezejo« do vi§jega letnika, vendar izobrazevanja ne zakljucijo uspesno. S
subjektivnega vidika je DEX ocena 2 najslabSa moznost, saj pomeni, da je dijak v
izobrazevanje vlozil precej €asa in truda, vendar je bil neuspeSen. »Prednost« DEX
ocene 1 je v tem, da je dijak tako oCitno neuspesen ze v samem zacetku Solanja, da se
bo skoraj zagotovo presolal — moznosti presolanja so takrat vecje, ¢asa in truda pa
tudi ni vlozil toliko kot prejsnji.
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Funkecije koristnosti v DEX lahko definiramo s pomocjo obtezitev podkriterijev
po presoji eksperta podrocja (v naSem primeru Solskega svetovalca z 10 let izkuSenj),
ali po tockah s pomocjo tabel odlocitvenih pravil »¢e-potem«. Uporabili smo drugi
pristop. DEX sam pripravi vse mozne kombinacije podkriterijev v tabeli, zato je ekspert
doloc¢il samo vrednosti sestavljenega kriterija. Spisek kriterijev smo izoblikovali na
podlagi ekspertnega mnenja, najboljsih odloc¢itvenih dreves in modelov HINT. Merske
lestvice kriterijev je dolocili ekspert na podlagi presoje. Ker smo na podlagi predhodnih
rezultatov domnevali, da bo napovedna tocnost modela na podlagi podatkov, znanih
pred vpisom v SS, nizka, smo se odlo¢ili za gradnjo dveh modelov: primarnega za
napovedovanje uspesnosti ob vpisu in sekundarnega za napovedovanje uspesnosti ob
koncu 1. letnika SS. Najprej smo zgradili dva splosna modela DEX, ki smo ju na
podlagi poskusnih vrednotenj in analiz primerov preoblikovali in prilagodili smeri
izobrazevanja »L«.

Validacija modelov

Kot je obicajno, smo klasifikacijsko to¢nost avtomatsko zgrajenih modelov ugotavljali
znavzkriznim preverjanjem 10. reda. Za validacijo modelov DEX smo uporabili 10%
slucajni stratificirani vzorec (N = 47) iz dela manjSe baze samo za smer »L«. Vse
primere smo ocenili s primarnim in sekundarnim modelom DEX in glede na dejansko
uspesnost izracunali klasifikacijsko tocnost. Na podlagi enakih podatkov in kategorij
uspesnosti, kot jih uporablja DEX, je ocene uspesnosti podal tudi prej omenjen Solski
svetovalec. Zaradi obseznosti dela je bil vkljucen samo en svetovalec, ki je podatke o
dijakih dobil v obliki preglednice »na papirju, identiteta dijakov pa mu je bila prikrita.
Klasifikacijsko to¢nost izgrajenih modelov smo primerjali z apriorno tocnostjo (delez
primerov najbolj zastopane kategorije uspesnosti) in s tocnostjo svetovalca.

Rezultati in razprava

Rezultati statisticnih metod

Osnovni vzorec je vkljuceval 1794 dijakov, vecinoma moskega spola iz razli¢nih krajev
Slovenije. V 1. letnik SS so se vpisovali med leti 1988 in 1997. Ob vpisu so bili v
povprecju stari 15 let oz. 180 mesecev. Ucna neuspesnost je bila dokaj pogosta —
24.,2% dijakov je $olanje v SS prekinilo. Najveé (51,2%) dijakov je redno zakljugilo
Solanje z dobrim ali zadostnim uspehom (kategorija uspesnosti 4). Le-ti predstavljajo
prevladujoci razred, ki doloca apriorno klasifikacijsko tocnost (to¢nost napovedovanja
na podlagi najbolj pogoste kategorije), ki bi jo moral ustrezen napovedni model preseci.
Statisti¢ni rezultati so pokazali, da so numeri¢ni atributi baze ustrezni za napovedovanje
uspesnosti zakljucka in da je dijake razli¢nih smeri izobrazevanja potrebno obravnavati
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loceno, saj so se kljub podobnosti nekatere statistike treh smeri pomembno razlikovale.
Izostanki in disciplinski ukrepi so bili negativno, razli¢ne ocene OS in SS pa pozitivno
povezane z uspesnostjo, kar je povsem razumljivo. Starost ob vpisu v SS je negativno
korelirala z uspesnostjo, saj so starejsi dijaki obi¢ajno ponavljalci. Uspesnost zakljucka
$olanja je najvisje korelirala z zakljuénim uspehom posameznih letnikov SS, pri éemer
so korelacije z vi§jimi letniki rasle, kar je prav tako razumljivo in smiselno. Manjsa
baza je vsebovala dijake mlajsih generacij, ki so bile nekoliko manj vztrajne in so
hitreje opustile Solanje (statisticno pomembne razlike) kot starejSe. Domnevamo, da
je glavni razlog za to v spremembah splosnih socialnih vrednot skozi ¢as. Zivljenjska
in Solska praksa kaZze, da je trdo delo, kot vrednota starejSih generacij, danes vse manj
cenjeno in nagrajevano. Razen tega med celotno bazo in manj$o bazo ni bilo pomembnih
razlik. Razkrile so se tudi nekatere nepricakovane zanimivosti — npr., da ocene
predmeta pri dolo¢enem uéitelju SS sploh nimajo nobene veljavnosti za napovedovanje
uspesnosti zakljucka Solanja, kar zasluzi resen razmislek in ustrezno ukrepanje vodstva
Sole. Gre za enega od osnovnih predmetov, pri katerem se znanje nadgrajuje vsa Stiri
leta izobrazevanja, dokaj pomembno pa je tudi na vecini Studijskih smeri. Ocene vseh
predmetov v vseh letnikih SS so pomembno korelirale z uspesnostjo. Tudi ocene tega
predmeta v OS, 1. in 2. letniku so pomembno korelirale z uspesnostjo (prek 0,30 oz.
0,40, nanivoju tveganja 0,01), v 3. in 4. letniku (kjer je predmet pouceval drug ucitelj)
paje bilo opaziti popolno odsotnost koreliracij z uspesnostjo (r =0). Ocene omenjenega
ucitelja prav tako niso korelirale z nobenimi drugimi ocenami, niti istega predmeta v
predhodnih letnikih. Rezultati so torej pokazali, da omenjeni ucitelj ni uporabljal nobenega
sistemati¢nega in doslednega kriterija ocenjevanja, kar so ob nadaljnjih poizvedbah
podprle tudi izjave bivsih dijakov o ocenjevanju po sistemu »kakor je kdo ucitelju
vsec«.

Rezultati gradnje odlocitvenih dreves

Najvisjo klasifikacijsko to¢nost so dosegla drevesa, zgrajena iz vseh atributov (nad
99%), ter drevesa iz strojno izbranih atributov (nad 95%). Ob koncu SS, ko poznamo
vse atribute, je napoved zakljucne uspesnosti skoraj popolna, toda prakti¢no neuporabna.
Ce napoved omejimo na atribute, ki so znani vsaj do konca 1. letnika SS (ekspertna in
pragmati¢no-strojna izbira atributov), klasifikacijska tocnost odlocitvenih dreves znatno
upade. Slika 1 kaze, da je klasifikacijska tocnost dreves na podlagi 16 podatkov, znanih
pred vpisom, le nekaj nad 50%, na podlagi 30 podatkov, znanih do konca 1. letnika,
okrog 60% in na podlagi 46 podatkov, znanih do konca 2. letnika, malo pod 70%.
Odlocili smo se za uporabo dreves na podlagi ekspertne izbire atributov, njihovo
razmeroma nizko klasifikacijsko tocnost pa smo poskusali zvisati na razlicne nacine
(gradnja dreves po posameznih smereh izobrazevanja, drugacne klasifikacije uspesnosti,
uporaba »na stroske obcutljive klasifikacije« in gradnja dreves na manjsi bazi). Poskusi
zviSanja klasifikacijske to¢nosti so pokazali, da je (glede na zaZelenost CimprejSnje
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Slika 1: Klasifikacijska tocnost dreves iz razlicnega stevila atributov.

napovedi in ¢im visjo klasifikacijsko to¢nost) najbolj smiselna gradnja dreves iz ekspertno
izbranih atributov, znanih do konca 1. letnika, na manjsi bazi glede na smer Solanja.
Le-taje dala manjsa, lazje razumljiva drevesa z bistveno visjo klasifikacijsko to¢nostjo
— pogosto za ve€ kot 10% visjo. Klasifikacijska tocnost teh »izboljSanih« dreves iz
atributov, znanih pred vpisom, je okrog 60%, pri drevesih iz atributov, znanih do konca
1. letnika SS, pa okrog 70%. Analiza tonosti napovedovanja posameznih kategorij
uspesnosti je pokazala, da drevesa nekatere kategorije (2 in 5) napovedujejo zelo
to¢no, druge (zlasti 3) pa bistveno slabse. Delezi pravilno uvr§¢enih pozitivnih primerov
(true positive rate) in napacno uvrscenih pozitivnih primerov (false positive rate) so
pokazali, da napovedi uspesnosti (zlasti kategoriji 3 in 4) Se ne izkljuCujejo neuspesnosti,
napovedi neuspesnosti (kategoriji 1 in 2) pa dopuscajo le malo moznosti za drugacen
izhod.

Kljub razlikam med drevesi treh smeri se je pokazalo, da imata med atributi,
znanimi do konca 1. letnika SS, najve&jo napovedno mo¢ zakljuéni uspeh OS oziroma
konéni uspeh 1. letnika SS (vedno sta se pojavljala kot delilca pri korenu drevesa), kar
je pricakovano in razumljivo. Najboljse drevo za smer »L« (slika 2) npr. kaze, da bo
dijak, ki je imel v 1. letniku pozitiven uspeh in oceno slovenscine visjo od 3, najverjetneje
redno zakljucil Solanje s prav dobrim ali odli¢nim uspehom (kategorija uspesnosti 5).
Podobno lahko napovemo tudi uspesnost ostalih kandidatov. Po mnenju eksperta
atributi v drevesu nakazujejo, da smer zahteva ustrezno splosno inteligentnost, verbalne,
spominske in logi¢ne sposobnosti, izostanki in visja starost ob vpisu (ponavadi zaradi
ponavljanja 1. letnika SS na isti ali drugi $oli oz. ponovnega vpisa) pa zmanjsajo moznost
uspeha.

Na splosno so odlocitvena drevesa razkrila naslednje. MlajSe generacije so
nekoliko manj uspesne. Prediktivna moc razli¢nih Solskih ocen se razlikuje glede na
OS (pri drevesih iz vseh atributov se je blize korenu drevesa pojavljalo ime OS oz.
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Slika 2: Najboljse drevo iz 30 atributov za smer »L«: 8 listov (kvadrati) in 7 vozlis¢
(elipse). Klasifikacijska tocnost je 69,66% (Vozlisca predstavijajo naslednje: L1 koncni
usp = koncni uspeh 1. letnika SS, L1 _SJK = ocena slovenscine v 1. letniku, L1 ZGO =
ocena zgodovine v 1. letniku, L1 _FIZ = ocena fizike v 1. letniku, starost vpis = starost
dijaka ob vpisu v mesecih in LIK3 neop_izost = neopraviceni izostanki v 3. konferenci
1. letnika. Stevilke v listih predstavljajo kategorije uspesnosti zakljucka Solanja).

obgina bivanja, ki so mu sledila vozli$¢a razli¢nih ocen OS). Iste ocene ne predstavljajo
enakega znanja, ker se OS razlikujejo v kriterijih ocenjevanja (Toli¢i¢ in Zorman,
1977). Pokazalo se je, da imajo isti atributi, predvsem ocene, vis§jo prediktivno moc¢ za
zahtevnejse in bolj selektivne smeri izobrazevanja (podobno kot prej, se je atribut
smer SS pojavljal blizje korenu kot razli¢ne ocene, drevesa posameznih smeri pa so
imela kljub istim atributom razli¢no klasifikacijsko tocnost — za zahtevnejse smeri
vi§jo). Najmanj moznosti za uspeSen zakljucek izobrazevanja na obravnavni $oli imajo
dijaki z nezadostnim uspehom 1. letnika SS, $e posebej &e je le-ta posledica ibkega
znanja matematike ali/in fizike (notranja vozli§¢a drevesa: nezadostni uspeh 1. letnika,
nezadostni ali neocenjeni matematika in fizika vodijo do razreda uspesnosti 1 ali 2).
Razkrile so se tudi spremembe v Casu, npr. spremenjen kriterij ocenjevanja kot posledica
zamenjave ucitelja. Vozlis¢a v drevesu so razkrila, da so do dolocenega leta ocene
dolocenega predmeta imele relativno visoko napovedno moc za uspesnost, kasneje
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pa so jo v veliki meri izgubile. Naknadne poizvedbe v Soli so pokazale, da je v tem
¢asu prislo do zamenjave ucitelja predmeta, ocitno za manj zahtevnega oz. strogega.

Rezultati razvrS¢anja v skupine

Razvrs¢anje v skupine po trajanju Solanja in konénem uspehu 4. letnika (s katerima je
opredeljena uspesnost zakljucka Solanja), je pokazalo, da je dijake najbolj smiselno
razvrstiti na 5 skupin in tako podprlo izbrano opredelitev kategorij uspesnosti zakljucka
Solanja. Po mnenju eksperta (glede na enotnost in vsebinsko razlago skupin) je bila
najbolj smiselna razvrstitev dijakov na 5 skupin na podlagi atributov, ki jih poznamo do
konca 1. letnika SS, saj se nekatere razlike v sposobnostih in motivaciji dijakov (ki jih
domnevno odrazajo ti atributi) pokazejo Sele na zahtevnejSem nivoju izobrazevanja.
Skupine so se razlikovale predvsem v ocenah predmetov in sploSnega u¢nega uspeha.
Slabsi ugenci v OS so se pogosteje vpisovali na manj zahtevno smer, kar ob neomejenem
vpisu kaZze, da so vsaj delno upostevali nasvete svetovalcev ali pa so zaradi slabsega
uspeha na OS Ze imeli zniZane aspiracije. Uéenci iz velikih mest imajo visje izobrazbene
aspiracije, saj so se ob enako slabemu uspehu OS pogosteje vpisali na zahtevnejso
smer, kar je rezultiralo v najslabSem ucnem uspehu 1. letnika. Odvisno od smeri, je bil
uspeh 1. letnika SS za oceno do dve niZji od zakljuénega uspeha OS. Opraviéeni in
neopraviceni izostanki so bili mo¢no povezani z uspehom 1. letnika, zaradi odnosa
dosegli dijaki, ki so bili v OS najslabsi, vendar so izbrali najzahtevne;jsi program in
najveé izostajali. Na splosno je bila uspesnost dijakov 1. letnika SS nizka, njihove
ocene in splo$ni uspeh so se gibale vec¢inoma od nezadostnih do dobrih, prav dobri in
odli¢ni pa so bili zelo redki.

Odlocitveni modeli, zgrajeni s HINT

Klasifikacijska tocnost modelov HINT je bila nizka, nezadovoljiva (obi¢ajno blizu
apriorne — 51,2%), kar je kazalo, da bo na podlagi atributov baze tezko zgraditi model
z visoko napovedno to¢nostjo. Kljub nekoliko slabsi razumljivosti modelov so se pokazale
nekatere zakonitosti. Najboljsi prediktorji uspesnosti zakljucka Solanja so bili: zaklju¢ni
uspeh OS, oceni matematike in fizike v 8. razredu OS, tuj jezik v OS in splo$ni uéni
uspeh 1. letnika SS. Po »nadelu najsibkejsega ¢lena verige« sta predvsem oceni
matematike in fizike omejevali najvisji uspeh 1. letnika (oceni matematike in fizike sta
tvorili koncept, od katerega je odvisen uspeh - poimenovali smo ga sposobnost logi¢nega
sklepanja). [zostanki so se povezovali v nov koncept skupaj z ocenama matematike in
fizike, kar pomeni, da dijaki niso izostajali naklju¢no ali zaradi zdravstvenih tezav, pac
pa sistematicno, v povezavi s tema predmetoma — verjetno zaradi preverjanj znanj.
Obstajalo je ve¢ smiselnih struktur podatkov, mnoge interakcije med atributi pa so
mocno otezile iskanje najboljse. Zakljucili smo, da tako razviti modeli niso primerni za
neposredno uporabo, vendar so vseeno ponudili zanimive smernice za nadaljnjo »ro¢no«
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izdelavo modelov DEX.
Struktura modelov DEX

Zaradi specifi¢ne uporabe (rezultati so neposredno uporabni samo za obravnavano
Solo) in obSirnosti prikazujemo samo del rezultatov primarnega modela (za
napovedovanje ob vpisu) za smer izobrazevanja »L«. Strukturo (drevo kriterijev z
zalogami vrednosti) modela prikazuje slika 3, tabelo odlocitvenih pravil pa slika 4. Na
levi strani slike 3 je prikazano drevo kriterijev, iz katerega je razvidno, kateri podkriteriji
sestavljajo nadrejeni kriterij (npr. uspesnost vkljucuje tri podkriterije: sposobnosti in
predznanje, motivacijo, okoli§¢ine). Glede na vsebinsko povezanost in medsebojno
odvisnost kriterijev strukturo drevesa doloci ekspert. Na desni strani slike 3 so zaloge
vrednosti, ki jih lahko zavzame posamezen kriterij (npr. uspesnost lahko zavzame 5
numeri¢nih vrednosti-kategorij, katerih pomen je opisan pod drevesom); le-te doloci

Zaloge vrednosti

Kriterij Zaloga vrednosti
uspesnost 1,2;3;4;,5
~sposobnosti in predznanje neustrezne; ustrezne; zelo ustrezne
rsplosna lQ podpovpreéna; povpreéna; nadpovprecna
uspeh OS 2,34, 5
uspeh 7.r 2;3;4,5
["verbalne sposobnosti  podpovprecne; povprecne; nadpovprecne
SJK 8.r 2;3;4,5
tuji jez 8.r 2;3;4,5
[ logiéno rezoniranje podpovpreéno; povpreéno; nadpovprec¢no
MAT 8.r 2;3;4,5
FIZ 8.r 2;3;4,5
[ zpanje tujih jezikov neustrezno; delno ustrezno; ustrezno
Etuji jez oS ni imel; madzarski; nemski; angleski
tuji jeziki nemski; angleski; angleski in nemski
~znanje slovenséine pomanjkljivo; Povprecno; zelo dobro
drZzava roj Nemc¢ija; Avstrija; Srbija; BIH; Hrvaska; Slovenija
drzavljanstvo BIH; slovensko
—motivacija znizana; ustrezna
starost vpis vi§ja; normalna
redni vpis ne; da
—okoli§¢ine negativne; ustrezne; pozitivne
vozal da; ne
status $p da; ne
spol zZm
uspesnost

uspesnost zakljucka Solanja po doloéenem srednjeSolskem programu

1. 1 prekine po 1-2 letih

2 v 3 ali vec letih prekine ali ne zakljuci s pozitivnim uspehom
. 3 v5-6 letih s pozitivnim uspehom

. 4 redno z dobrim ali zadostnim uspehom

5 redno z odliénim ali pravdobrim uspehom

SENAIN

Slika 3: Struktura in zaloge vrednosti primarnega vecparametrskega modela.
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sposobnosti in predznanje motivacija okoliSéine uspesnost

48% 41% 11%

1 neustrezne zZnizana * 1
2 neustrezne * <= ustrezne 1
3 neustrezne ustrezna pozitivne 2
4 >=ustrezne Znizana negativne 2
5 ustrezne znizana pozitivne 2
6 >=ustrezne zZnizana ustrezne 3
7 ustrezne ustrezna negativne 3
8 ustrezne ustrezna >= ustrezne 4
9 zeloustreme znizana pozitivne 4
10 zelo ustrezne ustrea * 5

Slika 4: Prikaz ene tabele odlocitvenih pravil (funkcij koristnosti) primarnega modela
(Odstotki v glavi kazejo delez oz. obtezitve podkriterijev v nadrejenem kriteriju
uspesnosti).

ekspert. Slika 4 prikazuje eno od tabel odlocitvenih pravil tipa »Ce-poteme, ki definirajo,
kako se podrejeni kriteriji sestavljajo v nadrejenega (npr. ¢e so sposobnosti in
predznanje neustrezne in motivacija znizana, potem bo uspesnost 1).

Validacija modelov

Primerjava odlocitev svetovalca, modelov DEX in najboljsih odlocitvenih dreves je
pokazala prakti¢no enako splosno klasifikacijsko tocnost in tocnosti napovedovanja
po posameznih razredih. To¢nost primarnih ocen (oz. napovedi na podlagi atributov,
znanih do vpisa) vseh treh je okrog 60%, tocnost sekundarnih ocen (oz. napovedi na
podlagi atributov znanih do konca 1. letnika SS) pa okrog 70%. Natanéni podatki so
navedeni v tabeli 1.

Podrobnejsa analiza klasifikacij dijakov po posameznih kategorijah uspesnosti
je pokazala, dauspesnim dijakom skoraj nikoli niso napovedali neuspesnosti, dijaki z
nizko oceno pa so bili ponavadi res neuspesni. Vsi so se obcasno motili tako, da so
neuspes$nim dijakom napovedali uspesnost (DEX v 12,8% in odlocitvena drevesa v
8,5% primerov). Razmeroma dobro so prepoznavali izrazito neuspesne in izrazito

Tabela 1: Splosna klasifikacijska tocnost DEX modelov in svetovalca.

DEX model Ocena svetovalca
Primarni Sekundarni Primarna Sekundarna
Klasifikacijska tocnost (%) 59,57 72,34 59,57 63,83
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uspesne dijake, slabo pa atipi¢ne primere doloc¢ene kategorije uspesnosti. Napacne
napovedi, za ve¢ kot eno kategorijo visje ali nizje od dejanske uspesnosti, so bile
razmeroma redke (DEX v 12,8% in odlocitvena drevesa v 6% primerov). Vsi so
najbolje prepoznavali dijake iz kategorije uspesnosti 4, najslabse pa dijake iz kategorije
uspesnosti 3. Pogosto so zamenjali primere kategorij 1 in 3, kar je razumljivo, saj obe
kategoriji vkljucujeta dijake, ki so se dolgo izobrazevali in ob slabem uspehu postopno
napredovali, vendar pa skoraj vse do konca ni bilo mogoce reci, kateri bodo uspesno
zakljucili izobrazevanje (kategorija 3) in kateri ne (kategorijal).

Zakljucki in priporocila za nadaljnje raziskovanje

Zakonitosti, odkrite z rudarjenjem podatkov, ve¢inoma niso nove za izkuSene pedagoske
delavce, imajo pa velik pomen za prepri¢evanje dijakov in starSev, ki bolj kot
subjektivnemu mnenju svetovalca zaupajo objektivnim rezultatom raziskav. V nasi
raziskavi se je pokazalo tudi nekaj novih in presenetljivih odkritij, ki vodstvu Sole lahko
sluzijo za bolj kvalitetno odlocanje v zvezi z zaposlovanjem in vodenjem kadrov.

Clanek predlaga tri razli¢ne postopke za izgradnjo napovednih modelov, ki lahko
sluzijo kot vodilo nadaljnjim raziskavam. Prvi temelji na metodah rudarjenja podatkov
in strojnega ucenja, drugi (ki v raziskavi ni bil samostojno uporabljen) pa na »rocni«
izgradnji modelov s pomocjo lupine ekspertnih sistemov, kakrsna je npr. DEX. Tretji je
kombinacija obojega in vkljucuje »rocno« izgradnjo modelov, v katere je vklju¢eno
tako ekspertno zanje kot tudi znanje, pridobljeno s postopki rudarjenja.

Uspeli smo izdelati dve vrsti modelov za napovedovanje uspesnosti zakljucka
Solanja - odlocitvena drevesa in modele DEX — ki svetovalcu lahko sluzijo kot
pripomocek za poskusno uporabo. Pred resno uporabo bi jih morali validirati na novih
podatkih dijakov ustrezne Sole in smeri. Pri oblikovanju nasvetov naj bi se svetovalec
opiral predvsem na lastno znanje in izkusnje, napovedi modelov pa kriti¢no pretehtal
inuposteval le ob vseh ostalih podatkih. Pazljivo naj bi preucil zlasti primere razhajanj
napovedi. Ob koncu 1. letnika SS naj bi (sam in z modeli) dijakom izdelal sekundarno
napoved, ki poveca zanesljivost, ter po potrebi korigiral primarno napoved po koncu
OS. Dober svetovalec naj se ne bi ustavil pri tem, ampak bi na podlagi napovedi
skusSal spremeniti tudi kriticne atribute, ¢e je le mogoce (npr. zvisati dijakovo motivacijo,
izbolj$ati predznanja, izbolj$ati domace okolis¢ine). Najbolje bi bilo, ¢e bi dijaka ves
cas spremljal isti svetovalec, saj s Casom svetovalec dijaka vse bolje pozna in mu
lahko tudi bolj kvalitetno svetuje. Svetovalec naj bi vodil tudi evidenco svojih napovedi
in napovedi modelov za kasnejSo evalvacijo in validacijo modelov. Za validacijo modelov
bi bili seveda primerni le dijaki, pri katerih svetovalec ne bi nacrtno spreminjal atributov.

Obe vrsti modelov sta dosegli prakti¢no enako klasifikacijsko to¢nost. Glede
na majhno stevilo in nizko kvaliteto uporabljenih atributov, ki niso »€isti« in natan¢ni
pokazatelji dijakovih lastnosti, je bila to¢nost modelov presenetljivo visoka in zelo
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zadovoljiva — dosegli so to¢nost izkusenega cloveskega eksperta ob enakih podatkih.
Nas svetovalec je bil izkuSen (10 let delovnih izkuSenj v izobrazevalnem svetovanju),
vendar pa to¢nosti njegovih napovedi ne pove ni¢ o povprecni napovedni tocnosti
svetovalcev. Ceprav se svetovalci opirajo tudi na druge podatke (pridobljene ob
srecanjih z dijakom in starsi), ki obi¢ajno povecajo to¢nost napovedi, pa se med seboj
precej razlikujejo v izkusnjah, sposobnostih, znanju in intuiciji. Napovedna to¢nost
modelov v praksi je verjetno manjsa kot to¢nost izkusenega svetovalca, toda vecja
kot tocnost svetovalca-novinca. Menimo, da bi predlagana uporaba modelov prispevala
k bolj tocnemu napovedovanju uspesnosti, k ve¢jemu upostevanju nasvetov in s tem k
izboljSanju splosne u¢ne uspesnosti. Smiselna je zato, ker je zelo izkusenih in sposobnih
svetovalcev malo, pomeni pa tudi kakovosten premik v smeri bolj doslednega,
objektivnega in sistemati¢nega ocenjevanja, evidentiranja in evalvacije napovedi, kar
je v sedanjosti najbolj Sibka tocka izobrazevalnega svetovanja (Resman in dr., 1999).

Predlagana uporaba modelov ima doloc¢ene dobre in slabe plati. Prednosti obeh
vrst modelov so: (1) zahtevata le tiste podatke, s katerimi vedno razpolagamo, (2)
vecja doslednost, objektivnost in sistemati¢nost napovedovanja, (3) lahka uporaba,
(4) ponujata »drugo mnenje«, ki zmanjSa moznost napak, (5) sekundarna ocena poveca
zanesljivost napovedi, (6) razumljivost, objektivnost in argumentiranost napovedi pa
pripomore k ve¢jemu zaupanju in upostevanju nasvetov. Slabost obeh vrst modelov je,
da se obcasno motijo in niso validirani na novih podatkih, zaradi cesar je to¢nost njunih
napovedi v praksi neznana, verjetno pa je vsaj nekoliko nizja od ugotovljene. Prakticna
uporaba modelov skriva naslednje pasti. Ni mogoce predvideti, kako bo napoved
vplivala na motivacijo dijaka, s tem pa tudi na kon¢no uspesnost. Zato je za njeno
sporo¢anje nujno potreben strokovnjak. Poudariti je potrebno, da napoved drzi le pod
pogoji, v katerih je bila ugotovljena. Ker se motivacija, interesi in ostale osebnostne
lastnosti v puberteti mo¢no spreminjajo, je napoved vedno tvegana. Nas Solski sistem
se pogosto spreminja, spreminjajo pa se tudi splosne znacilnosti generacij dijakov, kar
lahko bistveno poslabsa napovedno to¢nost modelov. Te in kakr$ne koli druge modele
bi torej morali neprestano validirati in prilagajati spremembam. Seveda se kljub
opozorilom lahko zgodi, da bi se neizkuSeni svetovalci prevec opirali na napovedi
modelov in premalo na lastno presojo.

Izbolj$anje napovedne to¢nosti modelov DEX bi lahko dosegli s spremembami
modelov in vklju¢evanjem novih kriterijev, predvsem ¢imbolj »¢istih« in to¢nih mer
razli¢nih sposobnosti, interesov, motivacije in osebnostnih lastnosti dijaka. Ker s temi
podatki svetovalci obicajno ne razpolagajo, bi to zahtevalo obsezna psiholoska testiranja
posameznih dijakov. Idealno bi bilo razviti sistem ekspertnih sistemov (modelov), ki bi
uéencu ob zaklju¢ku OS predlagal nekaj, zanj najbolj ustreznih, smeri izobraZevanja.
Razvoj takega sistema bi zahteval natancen »profil« lastnosti dijaka, ki ustreza
posamezni smeri izobrazevanja, njegova validacija pa bi zahtevala obsezna psiholoska
testiranja in longitudinalno spremljanje celih generacij dijakov, kar ob sedanjih razmerah
Solskega svetovanja ni realno pri¢akovati.
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Zaradi zahtevnosti, dolgotrajnosti in obseznosti dela pri »roénem« razvoju in
validaciji modelov DEX je prednost na strani odlocitvenih dreves, ki so morda tudi bolj
primerna glede na naravo uporabljenih podatkov (Stevilne interakcije med atributi).
Zanjihovo strojno izgradnjo in validacijo potrebujemo samo urejeno bazo podatkov in
poznavanje ustreznih ra¢unalnidkih programov. Ze izgrajena drevesa pa se lahko
uporabijo za predikcijo novih primerov tudi »na papirju«, brez racunalnika (Gams in
Lavrac, 1987). Po drugi strani je treba priznati, da sta priprava velikih baz podatkov in
samo rudarjenje podatkov precej zahtevna. Za povpre¢ne uporabnike osebnih
racunalnikov je lahko »ro¢na« izgradnja modelov DEX veliko lazja. Poudarjamo, da je
primerjava to¢nosti ¢loveskega eksperta in modelov sluzila izklju¢no validaciji, sicer
pa ne gre za izbiro »ali-ali«, temvec za izkori§¢anje najvecje prednosti, ki jo ponuja
uporaba modelov v rokah izkuSenega Solskega svetovalca.
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