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Povzetek. Diferencialna evolucija je enostaven algoritem za globalno optimizacijo. V grobem je sestavljen iz treh

operacij: mutacije, krizanja in izbora. Medtem ko obstaja mnogo znanstvenih ¢lankov, ki se ukvarjajo s prvima

dvema, je tretja operacija deleZzna komaj kakSne pozornosti, niti ni zanjo predvidenega mesta v originalnem

nacinu poimenovanja razli¢ic algoritma. V prispevku smo pokazali, da uporaba razlicnih postopkov izbora v

kombinaciji z naklju¢no perturbacijo vektorjev populacije vodi k opazno boljsSemu delovanju na vecrazseznostnih

problemih

Kljucne besede: globalna optimizacija, direktni iskalni postopki, diferencialna evolucija, hevristi¢ni postopki

On Selection in Differential evolution

Differential evolution is a simple algorithm for global
optimization. Basically it consists of three operations:
mutation, crossover and selection. Despite many research
papers dealing with the first two, hardly any attention has been
paid to the third one nor is there a place for this operation in
the algorithm basic naming scheme. In the paper we show that
employing different selection strategies combined with some
random perturbation of population vectors notably improves
performance in high-dimensional problems.

1 Uvop

Diferencialna evolucija (DE) je enostaven, a kljub temu
ucinkovit algoritem za globalno optimizacijo. Razvila
sta ga Storn in Price [1]. V zadnjem desetletju postaja
algoritem zaradi svoje izjemne enostavnosti in dobrih
konvergen¢nih lastnosti ¢edalje bolj priljubljen v
raziskovalnih in inZenirskih krogih. Algoritem DE
pripada razredu evolucijskih algoritmov (EA), katerih
obnaSanje posnema bioloSke procese genetskega
dedovanja in preZivetja najsposobnejSih. Ena bistvenih
prednosti EA pred ostalimi numeri¢nimi
optimizacijskimi postopki je, da ne zahteva, da je
kriterijska funkcija niti odvedljiva niti zvezna. Zato so ti
algoritmi primerni za reSevanje Siroke palete
problemov.

DE se zacne z generacijo NP naklju¢no izbranih D-
razseZnostnih parametrskih vektorjev. Nove vektorje
dobimo tako, da izbranemu vektorju priStejemo uteZeno
razliko dveh drugih vektorjev. Tej operaciji pravimo
mutacija. Parametre mutiranega vektorja nato meSamo s
parametri Se enega vektorja, ki ga imenujemo ciljni
vektor. Rezultat meSanja parametrov je poskusni vektor,
operacija pa se v krogih EA obi¢ajno imenuje kriZanje.
Na koncu primerjamo poskusni vektor s ciljnim, in e ta
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predstavlja slabSo reSitev, ga nadomestimo s poskusnim.
To zadnjo operacijo poimenujemo izbor. V vsaki
generaciji nastopa vsak vektor enkrat kot ciljni vektor.

Obstaja veliko razli¢ic algoritma DE [2], med
katerimi se  najpogosteje  uporablja  razli¢ica
DE/rand/1/bin. Zato to razli¢ico obravnavamo tudi v
tem c¢lanku. Pred uporabo algoritma je potrebno dolociti
vrednosti treh parametrov, ki vplivajo na delovanje
algoritma DE. Odlociti se moramo za velikost
populacije NP ter za vrednosti dveh krmilnih
parametrov — skalirnega faktorja F' in faktorja kriZzanja
CR. Izbira teh parametrov je obiCajno odvisna od
konkretnega problema, kar zahteva od uporabnika
dolocene izkusnje. Raziskovalci so doslej poskusali
ugnati problem z mnogimi adaptivnimi ali
samoadaptivnimi strategijami za dolofanje krmilnih
parametrov F in CR [3, 4, 5] in celo velikosti populacije
NP [6, 7]. Drugi so proucevali in predlagali razlicne
strategije mutacije in kriZzanja [8, 9, 10]. Z izborom —
tretjim operatorjem, ki nastopa v DE — ni bilo doslej
narejenih nobenih izrecnih raziskav. Niti ni za ta
operator doloenega mesta v poimenovalnem vzorcu za
razli¢ne razli¢ice algoritma DE (t.j. DE/x/y/z). V tem
¢lanku raziskujemo, kako vplivajo razli¢ne strategije
izbora na obnaSanje algoritma DE, Se zlasti na njegovo
zmoznost izogibanja lokalnim minimumom oz.
stagnaciji. Poleg tega smo algoritmu dodali enostavno
operacijo, ki bi jo v genetskih algoritmih poimenovali
mutacija — z dolo¢eno verjetnostjo smo nakljucno
spreminjali parametre vektorjev populacije. Ker je
pojem mutacija v algoritmu DE Ze rezerviran, smo ta
poseg poimenovali nakljucna perturbacija.

V naslednjem razdelku na kratko opiSemo delovanje
algoritma DE, v 3. razdelku pa predlagamo naklju¢no
perturbacijo vektorjev in razliCne strategije izbora.
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Rezultate preizkusov na testnih funkcijah predstavimo v
4. razdelku.

2 KRATEK PREGLED DIFERENCIALNE
EVOLUCIJE

Imejmo kriterijsko funkcijo f: R™ = R, kjer imamo cilj
najti minimum @ € R", tako da Vb € R™ f(d) < f(b).
V tem primeru poimenujemo d globalni minimum. V
resni¢nih problemih je redko mogoce najti tocen
globalni minimum, zato moramo iz prakti¢nih razlogov
sprejeti kandidata, ki ponuja razumno dobro reSitev.

Z namenom, da bi nasla globalni minimum, uporablja
diferencialna evolucija NP D-razseznostnih
parametrskih vektorjev x; ¢, i=1,2,....NP kot populacijo v
generaciji G. NP se iz generacije v generacijo ne
spreminja. Zacetno populacijo dolo¢imo naklju¢no in
tako — ¢e niso znani nobeni podatki o kriterijski funkciji
— da uniformno pokrije celoten parametrski prostor.

Med optimizacijskim postopkom ustvarimo nove
parametrske vektorje tako, da priStejemo uteZeno
razliko dveh naklju¢no izbranih vektorjev tretjemu
vektorju: v, gyi=X,1,.6+F(X0.6-%3,6) s celostevilskimi,
med sabo razli¢nimi, nakljuénimi indeksi
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U; g+ S€ primerja z njeno vrednostjo v ciljnem vektorju
X; po principu pohlepa: ciljni vektor zamenjamo le, ¢e
dobimo s poskusnim vektorjem boljSo vrednost
kriterijske funkcije. V nasprotnem primeru poskusni
vektor zavrZemo, ciljnega pa obdrzimo.

3 SPREMEMBE ORIGINALNEGA ALGORITMA
DE

Nase delo je osredotoceno na del algoritma po kriZanju,
t.j. na trenutek, ko je poskusni vektor Ze oblikovan.

Navdih za spremembe smo dobili iz naslednjega
opazanja. Kadar se stopnja krizanja CR priblizuje 1, ne
prezivi prav dosti ciljnega vektorja v njegovem potomcu
(poskusnem vektorju). V tem smislu je mogoce sklepati,
da je smer iskanja v smeri od ciljnega proti poskusnemu
vektorju prav tako dobra (ali slaba) kot katerakoli druga
smer. Preizkusiti smo Zeleli hipotezo, da utegne
obstajati kakSen drug (po moZnosti boljsi) kandidat za
zamenjavo kot sam ciljni vektor.

V nadaljevanju bomo predlagali in preizkusili tri
razlicna pravila izbora kandidata, ki bo tekmoval s
poskusnim vektorjem. Kandidata oznac¢imo s c;s in ga
izberemo v skladu z enim od naslednjih treh kriterijev:

Crl: ¢; ¢ = X6, In: min, (d(xn,(;,xi_c)) Vn:f(ui_cﬂ) < f(%ne)
Cr2 :¢c; g = Xp,, In: miny, (d(xn,G'ui,CHl)) Vn:f(ui,G+1) < f(xng)
n=1if(wge1) < f(xi6)

Cr3:¢i6 = Xpg, AN:

najmanjsin € {1,2,

ri,hre {1,2,...,NP}, ki morajo biti prav tako vsi
razli¢ni od i, ter z realnim konstantnim ¢lenom Fe [0,2].
Tej operaciji pravimo mutacija, dobljenemu vektorju pa
mutiran vektor.

Parametre mutiranega vektorja nato meSamo s tretjim
vektorjem, t.i. ciljnim vektorjem. Rezultat je poskusni
vektor u; g1 1=(U1;,G+1,U2i,G+1>+---UDi,G+1)» KjET

Ujic+1 =
_ (Vjig+1 Ce(randb(j) < CR) ali j = rnbr(i)
| %56 Ce(randb(j) > CR) inj # rnbr(i) ’

j=12,..,D. 1)

Pri tem je randb(j) j-ti izraCun uniformnega
nakljunega generatorja z izhodom e [0,1], CR je
uporabni$ko dolocena konstanta € [0,1] in rnbr(i) je
nakljuéni indeks € {1,2,...,D}. Slednji zagotavlja, da
dobi poskusni vektor vsaj en parameter mutiranega
vektorja. Ta operacija meSanja parametrov se obicajno
imenuje kriZanje.

Na koncu se izvede Se izbor, v katerem se odloc¢i, ali
naj poskusni vektor postane c¢lan generacije G+1.
Vrednost kriterijske funkcije v poskusnem vektorju

NZ—P}:f(ui,GH) < f(xn_G), sicer ?)

kjer pomeni d(,-) Evklidovo razdaljo. Pripomniti velja,
da tu Se vedno obstajajo primeri, ko ni izbran noben
kandidat. Takrat poskusni vektor zavrzemo.

Pod pogojem Crl od vseh vektorjev, pri katerih ima
kriterijska funkcija slabSo vrednost kot pri poskusnem
vektorju, zamenjamo tistega, ki leZi geometri¢no
najbliZe ciljnemu vektorju. Naj omenimo, da tako kot
originalen algoritem tudi ta strategija vedno zamenja
ciljni vektor, ¢e je ta slabSi od poskusnega. Sicer za
zamenjavo iS¢e kandidata, ki je ciljnemu vektorju ¢im
blize. Tako kot v originalnem algoritmu, obstaja tudi tu
ve€ja verjetnost, da zamenjamo ciljne vektorje s slabo
vrednostjo kriterijske funkcije, medtem ko bodo tisti z
boljSo vrednostjo preZiveli. Poleg tega se bo nek bliznji
vektor premaknil na mesto, kamor bi se premaknil ciljni
vektor, ¢e ne bi bil slabsi od poskusnega. To pospesi
kopicenje ¢lanov populacije okrog ¢lanov z relativno
boljSo vrednostjo kriterijske funkcije. Po eni strani
lahko to znatno pospesSi konvergenco, po drugi pa
obstaja nevarnost, da prezgodaj izgubimo potrebno
raznolikost in zato ne najdemo globalnega minimuma.

Pristop s kriterijem Cr2 je precej razlicen v tem, da
i§¢e kandidata, ki je geometri¢no najblize poskusnemu
vektorju. V tem smislu se izvajajo zamenjave v prid
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krajSim skokom, ki spodbujajo iskanje v sicer manj
obetajoc¢ih obmocdjih.

Zasnova kriterija Cr3 na prvi pogled ni tako ocitna.
Podobno kot pri originalnem algoritmu in Crl najpre;j
preverimo, ali lahko zamenjamo ciljni vektor, t.j. ali je
vrednost kriterijske funkcije v poskusnem vektorju
boljsa kot v ciljnem. Sicer zamenjamo prvega clana
prve polovice populacije, Cigar vrednost kriterijske
funkcije je slabSa od poskusnega vektorja. Osnovna
ideja, ki se skriva za tem je, da imamo pol populacije, ki
se razvija pod pogoji originalnega algoritma DE, drugo
polovico pa pospesSimo z dodatnimi menjavami. In tudi
te dodatne menjave so nesimetricne in pogosteje
prizadenejo Clane z nizjimi indeksi. Tako smo Zeleli v
originalni algoritem vpeljati ¢im manjSo spremembo,
hkrati pa izvesti relativno mocan dodaten pritisk na
omejeno Stevilo clanov populacije.

Preden za¢nemo z eksperimenti, dodajmo algoritmu
Se eno majhno modifikacijo. Zanimivo je opaZanje, da
ceprav sam algoritem spada v razred metahevristi¢nih in
stohasti¢nih postopkov, v njem naklju¢nost neposredno
ne nastopa. Nakljucnost se pojavi pri izbiri vektorjev, ki
nastopajo v gradnji mutiranega vektorja in pri kriZanju.
Sami parametri vektorjev se spreminjajo nakljucno le
posredno prek mutacije in kriZanja, dobljene vrednosti
pa so omejene na linerane kombinacije parametrov, ki
so Ze vsebovani v populaciji. Nekateri avtorji so Ze
vpeljali dodatno nakljucnost bodisi neposredno z
nakljuénim spreminjanjem vektorskih parametrov [11,
12] bodisi posredno z nakljunim spreminjanjem
krmilnih parametrov F in CR [13, 14].

V nasi Studiji smo se odlocili, da enostavno mutiramo
s konstantno verjetnostjo vsak posamezni parameter
poskusnega vektorja neposredno pred postopkom
izbora:

_ (rand(j), ce(randb(j) < 0.05)
Yjig+1 = {uﬁ,GH,sicer ’

j=12,..,D, 3)

kjer je rand(j) klic naklju€nega generatorja, ki vraca
uniformno porazdeljene vrednosti vzdolZ celotne j-te osi
parametrskega prostora. Konstantno verjetnost 0,05 smo
dolocili empiricno s pomocjo nekaj preliminarnih
preizkusnih tekov algoritma. Ti preizkusi so pokazali
tudi, da daje uniformna porazdelitev prek celotnega
parametrskega prostora v naSem primeru boljSe rezultate
kot normalna porazdelitev okrog obstojecih vrednosti
parametrov, ki se pogosto uporablja v literaturi. To
operacijo smo poimenovali perturbacija.

4 REZULTATI
4.1 Splosno delovanje

Z namenom, da bi dobili sploSen in prvi vtis, kako na
delovanje algoritma vplivajo trije predlagani kriteriji
izbora in naklju¢na perturbacija, smo izvedli enostaven

277

preizkus. V ta namen smo izbrali 14 standardnih funkcij
iz [15], 13 visoko- (D=30) in eno nizkorazsezZnostno
(D=4) funkcijo. Potem smo naklju¢no izbrali tri
parametre z intervalov NPe{10,...,100}, Fe[0,1] in
CRe[0,1] ter inicializirali naklju¢no populacijo NP
parametrskih vektorjev znotraj omejitev, ki so dolocene
za vsako testno funkcijo. Nato smo izvedli osem
optimizacijskih tekov v dolzini 150.000 izracunov
kriterijskih funkcij (IKF) z enakimi vrednostmi
parametrov in zacetno populacijo vektorjev, toda vsakic¢
z drugo shemo izbora ter s perturbacijo ali brez nje. To
smo ponovili 5.000 krat za vsako testno funkcijo, vsakic¢
z druganimi vrednostmi parametrov in zacetno
populacijo vektorjev. Rezultati so zbrani v tabeli 1.

Tabela 1: Primerjava razli¢nih modifikacij algoritma z
originalnim algoritmom

Brez perturbacije S perturbacijo
P;’zsl::’)‘r’;k 50.000 | 150.000 | 50.000 150.000

IKF IKF IKF IKF
Original — — 44,1/51,7 | 43,7/44,1
Crl 53,5/43,4 | 45,1/48,0 | 69.9/26,9 | 63,1/29,0
Cr2 52,8/44,1 | 45,7/474 | 62,4/344 | 57,3/35.4
Cr3 61,4/34,6 | 53,0/37,1 | 75,2/20,6 | 68,5/20,5

Stirinajst parov $tevil v tabeli pomeni sedem
razli¢nih primerjav (vsako od modifikacij smo posebe;j
primerjali z originalom) ob dveh razli¢nih trenutkih teka
algoritma: po 50.000 IKF in po 150.000 IKF. Stevec
predstavlja odstotek primerov, ko je dala boljse rezultate
ustrezna modifikacija (ob natancnosti Sestih znacilnih
mest), medtem ko imenovalec govori o odstotku
primerov, ko smo dobili boljSi rezultat z originalnim
algoritmom. Vsota je na sploSno manjSa od 100, kajti v
nekaj primerih sta obe razli¢ici dali enak rezultat. Stetje
smo izvedli prek vseh primerov, ne glede na vrednosti
krmilnih parametrov ali testno funkcijo. V resni¢nih
problemih inZenir pogosto ve zelo malo ali ni¢ o
kriterijski funkciji in posledi¢no o najboljsi nastavitvi
krmilnih parametrov. Zato se zdi, da je povprecenje
prek Sirokega spektra razli¢nih funkcij in nastavitev
krmilnih parametrov, izbranih po principu Monte Carlo,
primerno merilo splo$ne u¢inkovitosti algoritma.

Pari Stevil v belo obarvanih celicah v tabeli pomenijo
stanje po 50.000 IKF. Predvidevamo, da na tej stopnji
algoritem na splo$no Se ne doseZe polne konvergence.
Kot posledica ti pari Stevil bolj kaZejo na hitrost
konvergence in ne toliko na zmoZnost algoritma, da
doseZe globalni optimum.

Stevilke v sivo obarvanih celicah kaZejo stanje po
150.000 IKF. Na tej stopnji predpostavljamo, da je
primerov, ko je konvergenca doseZena, znatno ve¢ kot
po 50.000 IKF. Zato menimo, da ti rezultati odrazajo
zmoznost algoritma, da najde dobro konéno reSitev.

Iz tabele lahko izlu§¢imo nekaj precej zanimivih
ugotovitev. Ce namesto ciljnega vektorja zamenjamo
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kandidata, ki je najblize ciljnemu vektorju (Crl) ali
poskusnemu vektorju (Cr2) in pri tem ne uporabimo
perturbacije, dobimo le za spoznanje boljSe rezultate po
50.000 IKF (1. stolpec, 2. oz. 3. vrstica) in za spoznanje
slabSe po 150.000 IKF (2. stolpec, 2. oz. 3. vrstica). 1z
tega lahko sklepamo, da pogostejSe menjave vektorjev v
obeh primerih pospeSijo konvergenco, kot smo
pricakovali, vendar na splo$no na koncu pogosteje
obti¢ijo v lokalnem minimumu ali povzrodijo
stagnacijo. To pa se ni zgodilo pri strategiji izbora, ki
uporablja kriterij Cr3. Ta strategija je po 50.000 IKF
skoraj 2-krat boljSa od originalne in je Se vedno precej
boljsa tudi po 150.000 IKF (4. vrstica, 1. oz. 2. stolpec).
Pomembno je opozoriti, da tudi pri tej spremembi
algoritem izvede ve¢ zamenjav kot v originalni izvedbi,
kar ocitno pospesi konvergenco. Poglavitna razlika je v
tem, da se te dodatne zamenjave izvajajo le na
omejenem Stevilu ¢lanov populacije, medtem ko so
preostali Se vedno izpostavljeni originalnemu postopku
izbora. Tehni€no gledano lahko govorimo o dveh
razli¢nih postopkih, ki te¢eta vzporedno.

Primerjava originalnega postopka s perturbacijo in
brez nje nam ne razkrije opazne razlike (1. vrstica, 3. oz.
4. stolpec). Kot smo lahko pri¢akovali, naklju¢ne
perturbacije nekoliko upocasnijo konvergenco (1.
vrstica, 3. stolpec), vendar na dolgi rok se ni nobena
razli¢ica izkazala za boljSo (1. vrstica, 4. stolpec).
Medtem ko je videti, da perturbacija na originalen
algoritem nima pravega ucinka, pa je zelo zanimivo, da
opazno izboljsa delovanje preostalih treh razli¢ic. V teh
primerih perturbacija ne samo, da nadomesti prehitro
izgubo raznolikosti populacije, ki bi bila lahko posledica
prehitre konvergence, temve¢ tudi izboljSa sploSen
ucinek. Videti je, da se spremenjeni postopki izbora in
nakljuéne perturbacije medsebojno podpirajo. Vendar
nam primerjave postopkov Crl, Cr2 in Cr3 s
perturbacijo po 50.000 oz. 150.000 IKF kaZejo, da na
dolgi rok v vseh treh primerih originalna metoda
nekoliko pridobi v primerjavi s precej slabsim
delovanjem v zacetni fazi teka. Tako verjetno obstaja
nekaj moZnosti za dodatno izboljSavo s pomocjo
uravnoteZenja dejavnikov, ki vplivajo na hitrost
konvergence o0z. hitrost spreminjanja raznolikosti
populacije.

4.2 Podrobnejsa analiza

Poglejmo si zdaj nekoliko blize kriterij izbora Cr3,
kombiniran s perturbacijo vektorjev, kar nam je po
dosedanjih opaZanjih na splo$no prineslo najvidnejSo
izboljSavo. Da bi dobili podrobnejSo sliko, smo izvedli
enake primerjave kot prej, le da tokrat za vsako testno
funkcijo posebej. Rezultate povzema tabela 2. Tabela
prikazuje primerjave originalne metode z originalno
metodo s perturbacijo in s postopkom izbora Cr3 s
perturbacijo ali brez nje. Vrednosti v obicajni pisavi
pomenijo stanje po 50.000 IKF, medtem ko pomenijo
tiste v krepki pisavi stanje po 150.000 IKF.
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Tabela 2: Primerjava vplivov razli¢nih modifikacij po
posameznih testnih funkcijah.

Modifikacija algoritma
Testna funkcija Original Cr3s

s Cr3 ..
perturbacijo perturbacijo
f1 (Kvadrati¢na f.) 34,72/65,28 70,83/29,17 | 80,21/19,79
31,60/68,40 | 68,75/31,25 | 76,39/23,61
f2 (Schwefel 2.22) 33,45/66,55 70,73/29,27 | 74,22/25,78
31,71/68,29 66,90/33,10 | 70,03/29,97
f3 (Schwefel 1.2) 51,04/48,26 | 75,35/23,96 | 77,08/22,57
54,51/4549 | 70,49/29,51 | 78,47/21,53
fa (Schwefel 2.21) 49,48/48,08 63,07/34,49 | 83,97/12,80
48,43/49,83 | 59,58/39,72 | 79,79/18,82
fs (Posplosena 49,83/50,17 58,19/41,81 | 77,00/23,00
Rosenbrockova f.) 52,96/47,04 56,10/43,90 | 73,87/26,13

fe (Stopnicasta f.) 31,36/24,39 31,36/27,87 | 47,04/6,62

29,97/9,76 18,12/26,48 | 35,19/3,48
f7 (Kvarti¢éna f. s 46,50/53,50 70,28/29,72 | 77,97/22,03
Sumom) 49,30/50,70 67,83/32,17 | 77,62/22,38
fs (Posplosena f. 57,14/42,86 49,83/50,17 | 82,58/17,42
Schwefel 2.26) 58,54/29,62 36,59/58,19 | 78,75/11,15
fo (Posplosena 50,69/48,96 66,67/33,33 | 80,90/19,10
Rastriginova f.) 49,65/43,40 57,64/39,24 | 79,17/15,28
f10 (Ackley) 48,26/50,69 60,07/39,24 | 81,60/17,36
48,96/33,33 | 43,75/41,67 | 68,40/15,63
f11 (Posplosena 32,17/61,19 63,99/29,72 | 73,08/20,28
Griewankova f.) 31,47/36,71 42,31/29,02 | 53,50/17,83
f12 (Posplosena 43,36/56,29 68,53/31,12 | 81,47/18,53
kazenska f. 1) 36,01/45,80 | 52,45/33,22 | 65,38/20,63
f13 (Posplosena 45,10/54,90 | 62,59/37,06 | 82,17/17,48
kazenska f. 2) 42,66/43,01 50,35/37,06 | 72,03/15,03
f1s (Kowalik) 44.41/52,45 | 48,25/47,55 | 52,80/45,30
45,80/46,50 | 50,70/45,10 | 49,65/45,80

Prvo in najpomembnejSe, kar opazimo je, da kaZe
modifikacija v kombinaciji s perturbacijo opazno in
konsistentno boljSe rezultate v vseh primerih razen pri
Kowalikovi testni funkciji, kjer ni zaslediti opazne
razlike. Spet vidimo, da sama perturbacija praviloma ne
izboljSa originalne metode. Izstopajoci izjemi pri tem
sta stopnicasta funkcija in funkcija Schwefel 2.26.

Schweflova funkcija je nekoliko problemati¢na, ker
je globalni minimum geometri¢no precej oddaljen od
naslednjih nekaj najboljSih lokalnih minimumov.
Originalni postopek izkazuje precej dobro konvergenco
na zacetku, kasneje pa mu pri iskanju globalnega
minimuma pomagajo naklju¢ne perturbacije. Brez njih
se originalni algoritem zatakne v katerem od lokalnih
minimumov (1. stolpec, funkcija Schwefel 2.26).
Zanimivo je, da se izkaZe pri tej funkciji modifikacija
brez perturbacije mnogo slabse kot originalen postopek.
Tako je verjetno zato, ker ta postopek izdatno zamenjuje
¢lane polovice populacije, s c¢imer dodatno sili
populacijo v enega od lokalnih minimumov.
Modificirani postopek s perturbacijo se v tem primeru
izkaZe precej bolje.

Podobno velja za stopnicasto funkcijo. Tudi ta
pomeni za originalni postopek nekaj teZzav, saj je
sestavljena iz Stevilnih platojev in nezveznosti. Vse
tocke v majhni soseS§¢ini imajo enako vrednost
kriterijske funkcije, kar postopku precej oteZuje gibanje
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iz enega na drug plato. Zdi se, da perturbacije tu precej
pomagajo.

4.3 Vpliv parametrov

Doslej se pri poskusih nismo osredotocali na dejansko
izbiro krmilnih parametrov in velikosti populacije.
Vrednosti smo izbirali popolnoma naklju¢no v okviru
predpisanih intervalov. V tem razdelku Zelimo raziskati,
kako razlicne nastavitve parametrov vplivajo na
delovanje algoritma s predlaganimi modifikacijami.
Primerjali bomo originalen algoritem s tistim, ki
uporablja postopek izbora Cr3 s perturbacijo. Ceprav se
tu osredotoamo na eno samo testno funkcijo
(posploseno funkcijo Schwefel 2.26), moramo poudariti,
da smo podobno obnaSanje opazili tudi drugod.

Za izhodiS¢e smo izbrali vrednosti krmilnih
parametrov, ki jih v literaturi najdemo najpogosteje, t.j.
F =0,5in CR = 0,9. Eksperimentalno smo ugotovili, da
dobimo pri teh vrednostih najboljSe vrednosti kriterijske
funkcije (ob predpostavljenih konstantnih 150.000 IKF)
pri velikosti populacije NP = 40. Rezultate v tem
razdelku smo dobili s spreminjanjem ene od omenjenih
treh vrednosti, pri ¢emer smo preostali dve ohranili
konstantni. NajboljSe vrednosti kriterijskih funkcij so
bile povprecene prek 25 neodvisnih tekov.

Slika 1 kaZe, da originalnemu postopku nikjer ni
uspelo doseci globalnega minimuma (ki lezi pri
je, da z uporabo modifikacije algoritem DE najde
minimum pri niZjih in visjih vrednostih CR, vendar ne
tudi pri vrednostih okrog 0,7. Podobno obnaSanje
zasledimo na sliki 2, samo, da je tu izboljSanje nekoliko
slabSe le pri najvi§jih vrednostih F.

Pospl. funkc. Schwefel 2.26
-8000
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—10000

—11000

Povpr. min. vredn. krit. funkcije

—12000

~130085 0.2 0.4 06 08 To

Slika 1: Vpliv krmilnega parametra CR. Neprekinjena Crta
pomeni rezultate, dobljene z originalnim algoritmom.
Prekinjena ¢rta prikazuje vrednosti dobljene s postopkom
izbire Cr3 s perturbacijo.

Na sliki 3, ki prikazuje vpliv velikosti populacije,
vidimo, da dobimo najve¢jo izboljSavo pri manjsih
velikostih populacije. Velika populacija v DE navadno
zagotavlja vecjo verjetnost, da najdemo globalni
minimum. Izvirni predlog za velikost populacije je bil
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NP = 10D [16]. Kasneje so avtorji predlagali razlicne
velikosti, vendar vse znatno ve€je od razseZnosti
kriterijske funkcije D. S slike 3 lahko vidimo, da pri
vecjih populacijah nafa modifikacija ne prinaSa
nikakr$nih prednosti pred originalnim pristopom. To je
nekako pric¢akovano, saj naj bi bila DE precej stabilna
pri ve€jih populacijah. TeZava je v tem, da nam
stabilnost ne koristi preve¢, e gre na ra¢un neprakti¢no
velikega Stevila IKF. Vidimo lahko, da je eden
pomembnejsih prispevkov naSega pristopa v tem, da
lahko uporabimo namesto ene velike ve¢ manjSih
vzporednih populacij. Tu obstaja potencialna moZznost,
da zdruzimo sposobnost, da dejansko najdemo globalni
minimum, in hitrost konvergence.
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Slika 2: Vpliv krmilnega parametra F.
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Slika 3: Vpliv velikosti populacije.

5 SKLEP

V prispevku smo raziskovali razli€ne postopke izbora v
algoritmu DE v kombinaciji z dodatno naklju¢no
perturbacijo parametrskih vektorjev. Prek
eksperimentov z zbirko standardnih testnih funkcij smo
ugotovili, da prinaSa le ena od predlaganih treh
modifikacij opazno boljSe rezultate kot originalni
algoritem. NekakSno presenecenje je bilo, da sama
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perturbacija ne izboljSa originalnega algoritma, medtem
ko izboljSa delovanje vseh drugih.

Ko smo proucevali u€inek primerjalne sheme Cr3 v
kombinaciji z nakljuéno perturbacijo, smo opazili
znatno izboljSanje delovanja pri vseh vecrazseznostnih
funkcijah. Opazili smo tudi, da je izboljSanje izrazitejSe
pri dolocCenih vrednostih krmilnih parametrov in
velikostih populacije: pri nizjih vrednostih F in NP ter
pri niZjih kot tudi visjih vrednostih CR. Zlasti izjemno je
bilo izboljSanje pri manjsih velikostih populacije, kar bi
bilo lahko uporabno pri implementaciji vzporednih
algoritmov DE z ve¢ manjSimi populacijami.

Ena od prednosti pristopa, ki ga predlagamo v
prispevku, je dejstvo, da se poseg v originalni algoritem
ne vpleta v nobeno od drugih operacij. Zato ga je
mogoce implementirati neodvisno in v kombinaciji s
katerimkoli pristopom, predlaganim v literaturi.

Konec koncev je lepota originalnega algoritma DE
prav v njegovi izjemni enostavnosti izvedbe. Z naSo
raziskavo se nismo Zeleli oddaljiti od te enostavnosti in
pokazali smo, da je mogoce izboljSati delovanje
algoritma samo z druganim postopkom izbora in
dodatno naklju¢no perturbacijo. Verjamemo, da je
nadaljnje delo v tej smeri smiselno.
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